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光电混合的光学卷积神经网络的片上训练
及其抗噪性

邵晓锋，苏婧宜，王　瑾*

（南京邮电大学 通信与信息工程学院, 江苏 南京 210003）

摘要：光电混合的光学卷积神经网络（OCNN）通过结合光子元件的并行线性计算能力和电子元件的非线性处理优势，在

分类任务中展现了巨大的潜力。然而，光子元件的制备误差即不精确性和执行后向传播的 FPGA中的电路噪声对网络

性能有显著影响。本文搭建了光电混合的 OCNN，其中的线性计算由基于马赫-曾德尔干涉仪（MZI）的光学计算层完成，

而池化计算及训练过程则在 FPGA中完成。本文着重研究了在 FPGA上的片上训练方案，分析了噪声对片上训练效果

的影响，并提出了增强 OCNN抗噪能力的网络优化策略。具体地，通过调整池化方式和尺寸以增强 OCNN的抗噪性能，

并在池化层后引入 Dropout正则化以进一步提升模型的识别准确率。实验结果表明，本文采用的片上训练方案能够有

效修正光子元件的不精确性带来的误差，但电路噪声是限制 OCNN性能的主要因素。此外，当电路噪声较大时，其造成

的 MZI相位误差标准差为 0.003，最大池化方式与 Dropout正则化的结合可以显著提升 OCNN的测试准确率（最高达

78%）。本研究为实现 OCNN的片上训练提供了重要的参考依据，同时为光电混合架构在高噪声环境下的实际应用探索

提供了新的思路。
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Abstract: The hybrid optical-electronic optical convolutional neural network (OCNN) combines the parallel

linear  computation  capabilities  of  photonic  devices  with  the  nonlinear  processing  advantages  of  electronic

components, demonstrating significant potential in classification tasks. However, the fabrication inaccuracies

of photonic devices and the circuit noise in FPGA-based backpropagation notably degrade the network per-

formance. In this work, the hybrid optical-electronic OCNN is constructed, where the linear computations are
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performed  by  optical  computing  layers  based  on  Mach-Zehnder  interferometers  (MZIs),  while  the  pooling

operations and the training process are implemented on the FPGA. This study focuses on the feasibility of on-

chip training on FPGA, analyzing the impact of noise on training performance and proposing the network op-

timization strategies to enhance the noise immunity of OCNN. Specifically, the noise immunity is improved

by adjusting the pooling method and pooling size, and the Dropout regularization is introduced after the pool-

ing layer to further enhance the model's recognition accuracy. Experimental results indicate that the proposed

on-chip  training  scheme  effectively  mitigates  errors  caused  by  the  fabrication  inaccuracy  in  the  photonic

devices. However, the circuit noise remains the primary factor limiting the OCNN performance. Notably, un-

der the high circuit noise conditions, e.g. when the standard deviation of MZI phase error caused by circuit

noise reaches  0.003,  the  combination  of  maximum  pooling  and  Dropout  regularization  significantly   im-

proves the recognition accuracy of OCNN, which achieves a maximum of 78%. This research provides valu-

able insights  for  implementing on-chip training in OCNNs and explores new approaches for  deploying hy-

brid optical-electronic architectures in high-noise environments.
Key words: OCNN；on-chip training；Mach-Zehnder interferometer

 

1    引　言

在过去几年，深度学习 (Deep Learning)在计

算机视觉、语音识别和图像分类等领域取得了显

著成果[1-2]。然而，随着网络规模的扩大和算法复

杂性的增加，传统冯·诺伊曼架构的电子计算硬件

难以满足快速增长的算力需求[3-4]。这一瓶颈促

使研究者将目光转向新兴计算架构，其中基于光

子的计算凭借其并行处理能力、高带宽和低功耗

等优点成为热点领域 [5]。尤其是光学神经网络

(Optical Neural Network, ONN)技术的快速发展，

使其在分类、识别等任务中展示了极大的潜力。

光学神经网络可分为全光学和光电混合两种

类型。虽然全光学 ONN在光学非线性[6-7]、光学

池化[8-9] 等领域取得了显著进展[10]，但光电混合的

ONN[11-12] 依然是一种主流且较为成熟的方案。光

电混合架构因为具有较高的可扩展性，故能够支

持更大规模的计算任务，同时保持较低的功耗和

较高的计算效率。这种架构通常采用光子元件进

行线性运算和互连，而非线性函数和反馈控制则

主要通过电子方式实现。主流的光电混合 ONN
多采用离线训练和片上训练两种方式。

离线训练：模型权重在传统计算机上预训练

后，配置到光子器件中进行推理[13]。这种方法避

免了实时参数更新的复杂性，但受限于硬件制造

误差和噪声影响，性能易受损。

片上训练：通过光子器件进行前向传播，同时

在电领域利用计算机完成反向传播及参数更新，

允许实时调整参数[14]。然而，片上训练的过程中

不可避免地引入了额外的电路噪声和计算延迟。

这也限制了其性能。

尽管已有研究分析了硬件制造误差对离线训

练下 ONN性能的影响[15-17]，针对片上训练过程中

电路噪声对光电混合 ONN性能的影响仍缺乏系

统性的探讨。文献 [9]的全光学 OCNN方案虽在

光学平均池化方面取得了一定成果，但训练过程

依赖于电领域计算，且未充分考虑噪声对模型性

能的影响。文献 [14]提出的 L2ight方案实现了片

上训练，但硬件结构复杂，对噪声的分析相对有限。

本文重点研究基于马赫-曾德尔干涉仪 (Mach-
Zehnder Interferometer，MZI)结构的光电混合光

学卷积神经网络 (Optical  Convolutional  Neural
Network, OCNN)在片上训练中的抗噪性能。具

体来说：(1) 通过添加高斯噪声模拟电路噪声，量

化分析电路噪声对 OCNN训练过程及性能的影

响，并深入对比离线与片上训练的效果，以揭示片

上训练在实时应用中的潜在优势及其性能瓶颈；

(2)采用不同优化策略 (如自适应池化[18] 和 Dro-
pout正则化[19])以增强 OCNN抗噪能力，并深入

分析不同噪声环境下的优化策略，从而为 OCNN
在片上训练中的高效部署提供支持。 
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2    光电混合的 OCNN 架构及片上
训练方案

 

2.1    OCNN架构及片上训练

本文实验所使用的 OCNN架构包括光学卷

积层、光学全连接层以及池化层。其中光学卷积

层和光学全连接层都是基于 MZI阵列来实现光

信号的干涉运算，在光电混合架构中池化层是在

电领域完成。

图 1(a)(彩图见期刊电子版)展示了 OCNN的

整体架构，其中光学卷积层和光学全连接层通过

MZI阵列进行级联。这种架构利用光学元件进行

线性乘法与互连，并通过电光转换将数据从光域

传输至电域。在卷积层中，尺寸为 28×28的手写

数字图片以光信号的形式作为 MZI阵列的输入，

通过填充卷积操作得到 28×28的特征图；而在全

连接层中，特征图经过光学处理后，与权重矩阵相

乘，得到相应的概率值。所有光学处理的权重矩

阵均通过奇异值分解 (SVD)得到，并采用 Clem-
ents算法实现光学酉矩阵[20]。
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图 1    (a) OCNN架构示意图及 (b) OCNN的片上训练实

施图

Fig. 1    (a)  Schematic  diagram  of  the  OCNN  architecture
and  (b)  implementation  of  on-chip  training  for
OCNN

 

片上训练通过在 FPGA中进行梯度计算以完

成 OCNN参数的实时更新。图 1(b)(彩图见期刊

电子版)展示了在基于 MZI的 OCNN中进行片

上训练的实施方式。其中，输入数据经过 OCNN
的前向传播后，在 FPGA计算误差并进行反向传

播，通过电压调制更新 MZI的相位，从而实时更

新网络参数。图 1(b)所示的架构代表基于 FP-
GA的硬件实现设计思路。本文采用图 1(a)的架

构示意图，侧重于 OCNN光学部分架构的设计及

算法的实现，并在 PyTorch平台上完成仿真。当

然，仿真实验与硬件实现过程间存在一定的差异，

但仿真结果可以为未来的硬件验证提供坚实的理

论依据。需要说明的是，本文的 FPGA架构设计

参考了文献 [14]中基于子空间优化的轻量级控

制方案，其资源占用和延迟可通过并行梯度计算

模块优化。根据文献 [21]的硬件分析，基于 FP-
GA的 CNN可实现 100~1 000 GOPS的计算能

力，功耗范围为 5~10 W，甚至几十瓦。本文展示

的 OCNN基本架构的总运算量约为 6.5×104 次，

显著低于主流 FPGA算力下限 (如 100 GOPS对

应 1×108 次/秒)。因此，OCNN的硬件实现全网络

延迟可低至微秒级 (例如总延迟仅需约 0.65 ms，
即 650 μs)，且资源占用 (如 LUT、DSP单元)极为

有限，硬件可行性高。
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图 2    OCNN 训练流程图

Fig. 2    Flowchart of the OCNN training process
 

图 2介绍了 OCNN片上训练的流程，主要包

括以下步骤：

(1)权重初始化：通过结合实验数据与噪声

模型，设置初始权重矩阵，模拟实际硬件的初始

状态。

(2)前向传播：当光学模块完成线性计算后，
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数据被传输至 FPGA进行非线性处理。

(3)误差计算与梯度更新：在 FPGA中计算误

差与梯度，并完成相位和权重的调整。

(4)循环迭代：通过反向传播逐步优化模型权

重，直至损失函数达到设定阈值。 

2.2    噪声的来源

本文重点分析光电混合 OCNN架构中器件

不精确性和电路噪声对模型性能的影响。

器件不精确性：由于光学元件的制造误差，

MZI阵列的相位和分束比会产生偏差，这会直接

影响前向传播计算的准确性[22]。在实际硬件实现

中，器件的不精确性会导致光学计算过程中的误

差积累，从而影响整体网络的识别能力。

电路噪声：在片上训练中，电路噪声主要来源

于 FPGA中电信号的随机波动。特别地，在 FP-
GA完成反向传播计算后，需要通过电压调制来

调整光学器件的相位参数。这一过程容易受到温

度变化、工艺误差和外部干扰的影响，从而引入

加性高斯噪声或其他类型的噪声。

特别地，本文在图 1 (b)中显式地标注了电压

调制过程引入噪声的方式。如图 2所示，在 MZI
相位初始化时会引入随机的加性噪声，如 θ' = θ +
No，其中 θ 表示 MZI的初始相位，No 表示器件不

精确性带来的制备误差。在 MZI相位参数的更

新过程中也会引入加性噪声，如 θ' = θ + ∆θ + Ne，

其中∆θ 为根据梯度下降算法所需的调整相位 ,
Ne 表示电压调制所带来的电路噪声。MZI的相

位 θ 与权重矩阵之间的配置关系见文献 [9]。 

3    实验与分析

本文实验是基于 PyTorch平台构建的 OCNN
模型来完成 MNIST手写数字的分类任务。其中

使用 Relu函数模拟了相应的非线性计算。卷积

层和全连接层的配置信息如表 1所示，其中卷积

层和全连接层的数据输入全部采用实值张量的形

式。卷积层采用了 8个 3×3的单通道卷积核进行

特征提取。池化尺寸设置为 N×N，用于对卷积运

算输出进行数据压缩。输出层采用 10个神经元

作为分类器。本节重点分析制备误差和电路噪声

对 OCNN模型识别准确率的影响，并提出一系列

合适的优化途径。

 

表 1    OCNN的模型参数

Tab. 1    Model parameters of OCNN
 

功能层 滤波器尺寸 输入尺寸 输出尺寸

卷积层
(等宽填充) 8×3×3 28×28×1 28×28×8

池化层 N×N 28×28×8
28
N
× 28

N
×8

全连接层
28
N
× 28

N
×8

28
N
× 28

N
×8 10

  

3.1    离线训练与片上训练的抗噪性能对比

首先，分析制备误差单独对离线训练和片上

训练性能的影响，如图 3(a)(彩图见期刊电子版)
所示。随着制备误差 No 的增大 (即其标准差 σθ,o

的增大)，离线训练后模型的测试准确率逐渐下降；

而在片上训练过程中，梯度下降算法能够有效补偿

制备误差，从而使模型的测试准确率稳定在 97%。
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图 3    (a)仅有制备误差时，OCNN离线训练与片上训练的

识别准确率；(b)在制备误差与电路噪声共同存在

时，OCNN离线训练与片上训练的识别准确率

Fig. 3    (a)  Recognition accuracy of  OCNN offline and on-
chip training, with fabrication error only; (b) recog-
nition accuracy of OCNN offline and on-chip train-
ing, with both fabrication error and circuit noise

 

本文进一步分析了制备误差 No 和电路噪声

Ne 同时存在时的模型表现，如图 3(b)(彩图见期刊

电子版)所示。当制备误差和电路噪声的标准差

(σθ,o = σθ,e)达到 0.003时，片上训练测试准确率下

降至约 60%。对比图 3(a)和 3(b)可以发现，电路

噪声是片上训练性能下降的主要因素。因此，在

下一节片上训练的抗噪优化中仅考虑存在电路噪

声的情况。 

3.2    片上训练的抗噪优化 

3.2.1    自适应池化

为缓解电路噪声累积对片上训练效果的影

响，本文引入自适应池化[17]，即通过采用不同的池

化方式 (如平均池化或最大池化)以及调整池化

区域的大小 (即池化尺寸)来改善 OCNN片上训

练过程的抗噪性。
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图 4展示了在电路噪声标准差 σθ,e==0.003
时，两种不同的池化方式及不同池化尺寸对 OCNN
训练性能的影响。其中，图例的 8×3×3等数值分

别表示经过自适应池化后全连接层输入特征图的

大小，8表示通道数量，3×3表示单通道图片的像

素大小，其它数据表示方式同理。需要指出的是，

池化范围的增大可以减少全连接层输入特征图的

尺寸。表 2给出了图 4不同池化方式和池化尺寸

的 OCNN识别准确率。结果表明：当有噪声存在

且具有相同自适应池化尺寸的情况下，采用平均

池化的 OCNN训练收敛速度优于最大池化的情

况，并且随着全连接层输入特征图尺寸的减小 (从
8×7×7到 8×3×3)，平均池化和最大池化的 OCNN
的测试准确率都有所提升。主要原因是池化操作

通过在局部区域内取最大值或平均值，从而在一

定程度上对输入特征图进行平滑和降噪。特别是

在最大池化情况下，准确率提升达 72.27%。
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图 4    在电路噪声 σθ,e=0.003时，(a)~(b)不同池化尺寸的平

均池化和最大池化方式下 OCNN的识别准确率；

(c)~(d)相应情况下的损失值

Fig. 4    When  the  circuit  noise σθ,e  =0.003,  (a)  and  (b)  the
recognition  accuracies  of  OCNN  under  average
pooling and maximum pooling methods with differ-
ent pooling sizes; (c) and (d) the corresponding loss
values

 

为进一步直观展示池化操作对输入特征图平

滑和降噪的作用，本研究以手写数字“0”为例分

析了无噪声和有噪声情况下大小为 7×7的特征图

的差值。图 5(a)和 5(b)(彩图见期刊电子版)分别

为平均池化和最大池化两种情况下的特征图的差

值热力图。图中浅色区域表示差值接近 0，即理

想池化结果与含噪池化结果几乎一致，表明该局

部区域内噪声影响极小；红色和黄色区域则对应

较大的差值，表明在这些局部区域内噪声影响较

为严重，导致池化结果与理想值间存在较大偏

差。可以看到：图 5(a)中大部分区域的颜色较浅

(误差值的绝对值最大为 0.017)，表明平均池化可

以在局部区域有效平滑噪声；图 5(b)相较于 5(a)
高亮的红或黄块明显增多 (其误差值的绝对值大

于 0.017)，表明最大池化方法在提取具有辨识意

义的高响应特征时会引入较大的误差，但能够有

效捕捉局部区域内最显著的特征，这对于识别任

务具有积极作用。

 
 

表 2    采用不同池化方式和不同尺寸的 OCNN的识别准

确率

Tab. 2    The recognition  accuracies  of  OCNN  with   dif-
ferent  sizes  by  different  pooling  methods  and
sizes

 

测试准确率(%)
池化后特征图尺寸

8×7×7 8×5×5 8×3×3

平均池化 39.36 68.52 63.84

最大池化 52.80 64.01 72.27
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图 5    (a) 平均池化和 (b) 最大池化后特征图的差值热力图

Fig. 5    Difference heatmaps of the feature map after (a) av-
erage pooling and (b) maximum pooling

  

3.2.2    Dropout 正则化

为了进一步提高模型的抗噪性能，本文在池

化层之后对数据进行 Dropout正则化处理，池化

后特征图尺寸为 8×3×3。Dropout正则化是通过

在神经网络训练过程中随机丢弃一定比例 (概率

p)的神经元，来降低模型对单一特征的依赖性，从

而提高网络的泛化能力与鲁棒性[18]。举例来说，

本实验取池化后特征图的一个单通道 3×3图片

(图 6左图)进行 Dropout正则化处理，其中各灰

度方块及其数值代表当前位置的激活值。图 6右
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图则是在此特征图上进行 Dropout 正则化后的结

果，其中被置零 (变为白色)的区域表示该位置的

神经元在本次训练迭代中被随机“丢弃”。当设

置 p=0.5时，特征图中有约一半的神经元被置零

(符合 p=0.5 的随机丢弃比例)，从而有效打破了神

经元间的过度依赖关系。如文献 [23]所述，保留

下来的神经元激活值会乘以 1/(1-p)进行放大，以

保证在训练和推理时，神经元激活的期望值保持

一致，有助于训练稳定和模型收敛。图 7展示了

在不同噪声水平下，Dropout概率 p 对 OCNN模

型测试准确率的影响。由图 7可知，当噪声较小

时，Dropout正则化对 OCNN识别准确率几乎没

有影响。然而，随着电路噪声的增大，引入 Dro-
pout可以进一步提高 OCNN的测试准确率。特

别地，当电路噪声 σθ,e=0.003时，在平均池化情况

下，当 Dropout概率 p=0.04时，OCNN测试准确

率由 63.84%提升到 75%；而在最大池化情况下，

当 Dropout概率 p=0.06时 OCNN测试准确率由

72.27%提升到 78%。
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图 6    在 3×3 特征图上 Dropout 正则化结果示例 (p = 0.5)
Fig. 6    Example  of  Dropout  regularization  results  on  a  3×

3 feature map (p = 0.5)
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图 7    (a)平均池化和 (b)最大池化方式下 OCNN在不同

Dropout概率 p 时的识别精确度，其中电路噪声标准

差分别为 0、0.001、0.002、0.003
Fig. 7    Recognition  accuracies  of  OCNN  under  different

dropout  probabilities  p  with  (a)  average  pooling,
and  (b)  with  maximum  pooling  (std  =  0,  0.001,
0.002, and 0.003) 

4    结　论

本文系统研究了光电混合卷积神经网络的片

上训练可行性，重点分析了光子器件制备误差和

FPGA电路噪声对训练性能的影响，并提出了一

系列创新性优化策略。在噪声抑制方面，本文量

化了不同池化方式对 OCNN抗噪性能的改善效

果。实验结果表明 ，当电路噪声标准差 σθ,e=
0.003时，采用最大池化方式 (特征图尺寸为 8×
3×3)可使测试准确率提升至 72.27%，较平均池

化 (63.84%)提高 8.43%。进一步，通过热力图分

析揭示了最大池化在保留显著特征方面的优势，

其局部特征误差强度 (0.03)虽高于平均池化

(0.017)，但能有效捕捉判别性特征。此外，本文

创新性地将 Dropout引入光电混合架构，当 σθ,e=
0.003时，将最大池化与 Dropout (p=0.06)相结合

的方案使准确率进一步提升至 78%。值得强调的

是，这两种优化策略已在电子计算领域的神经网

络中得到广泛应用[23-24]，其降噪和稳定训练的有效

性在多项研究中得到验证。尽管本文在 MNIST
上验证了抗噪策略的有效性，但对于 CIFAR-10
等复杂数据集需进一步优化网络深度和池化策

略。例如，可增加多层光学卷积层[25] 或引入残差

连接[26]，以提升特征提取能力。

需要指出的是，本文的噪声建模主要基于

高斯噪声，而实际硬件中的噪声可能更为复杂，

包括非高斯噪声和突发噪声等。然而，针对这些

复杂噪声类型，已有方法可部分缓解其影响，例如

对于突发噪声，可通过基于 NeRFs 的技术 (如文

献 [27]中的 NAN 方法) 进行有效抑制，而对于

非高斯噪声，则可通过结合抗噪损失函数 (如文

献 [28]介绍的 Huber损失) 进一步优化。未来工

作中，计划通过实验验证这些方法在光电混合架

构中的有效性，并探索更贴近实际硬件的噪声

模型。

总体而言，本文的研究为片上训练在高噪

声环境下的实际应用提供了重要参考，同时为

光电混合神经网络的进一步优化和发展指明了

方向。
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