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文章编号    2097-1842（2024）04-0971-11

基于特征图金字塔的冠脉造影图像血管分割方法

郭昊虎1,2，高若谦2 *，葛明锋2，董文飞1,2，刘　炎1,2，赵旭峰1,2

（1. 长春理工大学 机电工程学院, 吉林 长春 130022；
2. 中国科学院 苏州生物医学工程技术研究所, 江苏 苏州 215163）

摘要：针对冠脉造影图像照明不均、血管结构与背景区域对比度低、冠脉血管拓扑结构复杂等分割难点，建立了一个冠脉

造影血管分割标注数据集，并在此基础上提出了一种基于特征图金字塔的冠脉造影图像血管分割模型。本文模型以 U-

Net网络为基础进行改进和优化，首先，将 U-Net编码部分的第一个卷积层修改为一个 7×7的卷积层，并提高每一层的感

受野，在编解码层中引入修改后的 ConvNeXt block，使得网络提取更深层次特征的能力有所提升；其次，设计分组注意力

机制模块 GA，并将其引入到 U-Net跨连接处，对编码部分提取的特征进行增强，弥补编解码器间存在的语义差距；最后，

在 U-Net解码器处设计了一个特征图金字塔级联模块 PFC，融合各尺度的特征图，并在 PFC中每一层中加入 SE注意力

机制模块，用于筛选特征图中的有效信息，网络损失函数为 PFC模块各层输出的加权，以监督网络各层的特征提取。本

文模型在测试集上的测试结果如下：Dice系数为 0.884 3，Jaccard系数为 0.792 6。实验结果表明，相比其他常用方法，本

文模型在冠脉血管分割上具有较强的鲁棒性，在低对比度下能够有效抑制噪声，对冠脉血管具有更好的分割效果。

关    键    词：冠脉造影；血管分割；特征金字塔网络；注意力机制；U-Net
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Coronary artery angiography image vessel segmentation method based
on feature pyramid network
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Abstract:  To  address  issues  such  as  uneven  illumination  in  coronary  angiography  images,  low  contrast

between vascular structures and background regions, and the complexity of coronary vascular topology, we

establish  a  coronary  angiography  vascular  segmentation  annotation  dataset.  Additionally,  we  propose  a
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coronary angiography image vascular segmentation model based on the feature map pyramid. On the basis of

the U-Net architecture, this model was improved and optimized. First, the first convolutional layer in the U-

Net encoding part was replaced with a 7×7 convolutional layer to increase the receptive field of each layer.

Modified ConvNeXt blocks were added to the encoding and decoding layers to enhance the network's ability

to extract deeper-level features. Second, a Group Attention (GA) mechanism module was designed and incor-

porated at the U-Net skip connection to strengthen the features extracted from the encoding part, addressing

semantic  gaps  between  the  encoder  and  decoder.  Finally,  a  Pyramid  Feature  Concatenation  (PFC)  module

was designed at the U-Net decoder, which fused features from different scales. Squeeze-and-Excitaton (SE)

attention mechanisms were added to each layer of the PFC to filter out effective information from the feature

maps.  The loss function of the network is weighted based on the outputs of the PFC module at  each layer,

serving to supervise the feature extraction process across different layers of the network. The test results of

this model on the test set are as follows: the Dice coefficient is 0.884 3 and the Jaccard coefficient is 0.7926.

Experimental results indicate that this model is highly robust in coronary vascular segmentation, more effect-

ively  suppressing  noise  under  low  contrast  and  achieving  better  segmentation  results  for  coronary  vessels

when compared to other methods.
Key words: coronary angiography；vessel  segmentation；feature pyramid network；attention mechanism；U-

Net

 

1    引　言

冠状动脉疾病 (Coronary Artery Disease，CAD）

是最常见的心脏病类型，每年有 1 790万人因此

丧生，总计 3.3亿人受到此疾病的威胁[1]。在 CAD
诊断方面，冠状动脉造影（Coronary Angiography，
CAG）被视为金标准[2]。这种技术向冠状动脉血

管注射造影剂，并通过二维投影检查其在血管结

构中的流动，帮助临床医生定位潜在的狭窄，直观

测量其严重程度，并确定适当的介入疗法。然而，

视觉上的狭窄评估往往是不可靠的[3]，为了更客

观地评估管腔直径，定量冠状动脉造影（Quantitat-
ive Coronary Angiography，QCA）被引入[4]，用于提

供冠脉造影的（半）自动分析。QCA分析包括血

管分割、狭窄定位和定量测量[5]。QCA的血管分

割是计算动脉狭窄百分比的先决条件。此外，冠

状动脉的正确分割在中心线提取中起着至关重要

的作用，中心线提取可用于血管的三维重建[6]、血

管跟踪[7] 和心脏动力学评估[8]。

为了提取血管结构，传统的分割方法通常侧

重于特定的图像滤波器[9]、跟踪算子[10] 和优化模

型[11]。具体的图像滤波器，包括小波[12]、高斯滤波

器[13]、Gabor滤波器[14] 和 Hessian矩阵[15]，可用来

增强血管图像中的管状结构，同时抑制背景区

域。基于阈值的方法可以简单快速地在增强后的

图像上实现血管分割。追踪方法[16] 则从选定的

一些标记在血管中的种子点开始，然后根据拓扑

结构迭代连接，得到一个完整的血管。其它常用

的优化模型包括主动轮廓模型 [17]、区域生长模

型、图形切割模型[18] 和条件随机场模型[19]。这些

模型通过最大化特征差异来确定分割后的血管结

构的边界。然而，这些传统的分割方法通常需要

复杂的预处理步骤，如指定感兴趣区域（Regions
Of Interest，ROI）以指导分割程序,且传统方法通

常基于手动提取的图像特征。这些提取特定的低

级视觉线索缺乏必要的语义关系信息，因此 X射

线血管图的低质量和运动伪影都会影响传统分割

方法性能。

近年来，深度学习在医学成像界倍受关注[20]，

许多基于神经网络的方法已用于血管分割[21]。与

传统的医学图像分析方法相比，基于深度学习方

法获得了更好的性能，同时避免了手动提取特征，

分层神经网络可以从训练数据中自动学习冠状动

脉最具辨别力的特征。如 PSPNet 网络[22]，SegNet
网络[23]，U-Net网络[24]，其中 U-Net网络在医学图
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像分割上的性能十分出色。U-Net网络结构将低

维特征和高维特征通过 Skip connection进行融

合，从而减少信息丢失，保证了分割精度。Ibte-

haz 等人提出了一种基于 U-Net架构的 MultiRe-

sUNet[25]。该网络通过堆叠一系列 3×3的卷积层

以提取不同尺度的特征，其中一个具有创新性的

改进是"ResPath"连接，其缩减了编码器和解码器

之间可能存在的语义差距。针对冠脉造影图像方

面，Pan S W等人将深层残差网络与编码器结构

相结合，用于特征提取和血管分割 [26]。Xian ZH

CH等人提出了 4种基于 U-Net结构的全卷积神

经网络[27]。该网络使用 ResNet，DenseNet 和残差

注意力网络代替 U-Net 的主干进行分类。Yang S

等人基于 U-Net 构建了全卷积神经网络方法，对

冠状动脉造影图像的主血管进行分割[28]，并通过

引用改进的损失函数来提高分割性能。Jun T

J等人对基于 U-Net 的编解码器结构进行改进。

与编解码器块之间只有跳跃连接的 U-Net不同，

T-Net 在编码和解码过程中通过适当安排池化和

上采样[29]，从而使编码块中的所有特征图都可以

与解码块连接。Li L ZH等[30] 提出了一种级联多

个 U-Net 逐步细化分割结果的策略, 将前一个 U-

Net 的结果作为后一个 U-Net 的输入, 以迭代修

复与金标准不一致的血管。现有基于深度学习的

分割方法在冠脉分割任务中面临着语义、周围和

局部级别（semantic,  surrounding, and local levels）

3种图像粒度层面上的挑战。在语义层面，由于

卷积算子的局部性，缺乏长距离语义关系信息，这

阻碍了目标主冠状血管的识别。在周围层面，尽

管它们包含一些干扰信息，但它们并不是专门针

对前景和背景的干扰而设计的，很难适应形状和

大小的干扰多样性。在局部层面，由于下采样算

子的信息丢失，边界信息保存不充分，不利于准确

划定边界。

冠脉造影图像中，血管结构和背景区域的对

比度低，冠脉血管的拓扑结构复杂多变，且不相关

组织（如导管、横膈膜和脊柱）产生的噪声会对分

割产生影响。现有的分割方法没有充分利用冠脉

造影图像的全局、局部显著特征以及特征图的通

道特性，故分割准确性有待进一步提高。针对以

上问题，本文提出了一种基于特征图金字塔的冠

脉造影图像血管分割方法。首先，为了减少网络

的计算复杂度，将标准 U-Net的五层结构减少为

四层，在网络的第一层使用大尺寸卷积核扩大感

受野，以获取更多全局信息，然后，在编解码层中

引入修改的 ConvNeXt block，以提升网络提取更

深层次复杂特征的能力，在网络的跨连接部分设

计了分组注意力机制模块 GA，用于对编码部分

提取的特征进行增强，在网络解码部分设计了带

有 Squeeze-and-Excitation结构的特征图金字塔级

联结构 PFC，用于融合不同尺度上提取的深度特

征。网络损失函数加权了 PFC模块各层的输出，

可监督网络各层的特征提取。 

2    血管分割模型搭建
 

2.1    网络结构

本文提出了一种基于特征图金字塔、分组注

意力机制和最新提出的 ConvNeXt block[31] 的二

分支输出 U-Net模型，模型网络结构如图 1所

示。U-Net网络在最大池化前和反卷积操作后在

相应层之间引入了快捷连接，这使得网络能够将

在池化操作期间丢失的空间信息从编码器传播到

解码器。然而，编码器的低级别特征与解码器的

高级别特征间存在语义差距。针对 U-Net中编码

器-解码器相应级别之间可能存在的语义差距，本

文模型在跨连接处设计了分组注意力机制模块

GA（Group Attention），以在某种程度上平衡语义

差距。此外，将 U-Net编码部分的第一个卷积层

修改为 7×7的卷积层以扩大每一层的感受野。对

于编解码模块，在 3×3卷积之后引入了修改的

ConvNeXt block以使网络具有提取更复杂特征的

能力。最后，为了使模型解码器能够同时获

取高层特征和低层特征，本文基于特征金字塔网

络 FPN（Feature Pyramid Network）[32] 在解码器处

设计了另一个分支金字塔特征级联 PFC（Pyram-

id Feature Concatenation），融合各个尺度的特征，并

在 PFC每一层中加入 SE（Squeeze-and-Excitation）

注意力机制模块[33]，用于筛选特征图中的有效信

息。金字塔结构每一层分别输出一次粗略分割结

果，计算 Loss后与最终输出的 Loss加权以监督

网络每个尺度特征的提取。 
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2.2    ConvNeXt 模块

ConvNeXt  block是一种针对 Transformer[34]

架构特点进行优化的卷积块（见图 2），旨在充分

利用卷积网络的优势，同时兼顾 Transformer的设

计原则。

 
 

Input

Output

C

LN

GELU

d7×7, C

1×1, 4C
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图 2    ConvNeXt 模块

Fig. 2    ConvNeXt block
 

ConvNeXt block使用 Depthwise Convolution
来代替 Transformer中的 Self-Attention机制。De-
pthwise Convolution是一种分组卷积，它只在通道

维度上混合信息，类似于 Self-Attention的操作。

ConvNeXt block引入了 Inverted Bottleneck设计，

即 MLP块中的隐藏维度是输入维度的四倍，

ConvNeXt block减少了网络中的归一化层和激活

函数的数量，使其更接近 Transformer的设计。针

对冠脉造影血管分割任务，本文模型对原始 Con-
vNeXt block进行了一些修改 (见图 3)，首先将 LN
（Layer Normalization）替换为 BN（Batch Normaliz-
ation），BN在图像分割任务中更为有效，同时将

GELU替换成 ReLU，有利于模型的训练。 

2.3    金字塔特征级联 PFC
冠状动脉由许多外观形态相似但不同厚度的

血管组成,这些不同厚度的血管在不同尺度的特

征图中会有不同的激活程度。另一方面，冠脉造

影图像中的噪声经过多层特征提取后可以在深层

得到有效去除。基于这些特点，可认为多尺度特

征融合方法有助于提高冠状动脉分割结果。最著

名的多尺度特征融合方法是特征金字塔网络

（Feature  Pyramid  Network，FPN），如图 4所示。

其已广泛应用于许多检测模型中。
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图 4    特征金字塔网络

Fig. 4    Feature Pyramid Network
 

FPN在不同尺度上提取深度特征图，生成一

系列的特征图层，每一层代表不同的分辨率。其

中：深层低分辨率特征包含了最丰富的语义信息，

通常与物体的整体结构有关；浅层高分辨率特征

通常与局部细节有关。将高低分辨率特征图相结

合，在多个不同尺度特征图之间进行匹配，可以提

供更精细的分割结果。

本文借鉴 FPN思想，在网络的解码部分重新

引入一个分支 PFC。由于不同尺度的特征图空间

分辨率不同，不能像检测任务那样进行融合，因此

该分支选择先融合所有不同尺度的特征图，然后

 

3 32

64 64

128 128 128

128256 4×4

2×264

6464+128

32+64 32 32 32+32+32 32 1

Final output

32

Max Pooling 2×2 ConvNeXt block
SE block

Convolution 3×3 Convolution 1×1 Convolution 7×7
Concatenation

Up Sampling 2×2

Convoluitional upsampling
Group attention

Coarse output 1

Coarse output 2
32

128+256

 

图 1    模型网络结构

Fig. 1    Network structure of the proposed model

 

Input

Output

C

BN

ReLU

d7×7, C

1×1, 4C

1×1, C

 

图 3    修改后的 ConvNeXt 模块

Fig. 3    Modified ConvNeXt block
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生成最终的分割结果，如图 5所示。

  

预测

 

图 5    金字塔特征级联 (PFC)
Fig. 5    Pyramid Feature Concatenation(PFC)

 

该分支首先将网络解码部分的特征图通过卷

积上采样的方式放大到与输出结果相同的空间尺

寸，并将其通道数固定为 32，压缩每一层特征图

的信息。将放大后的特征图通过级联方式构成一

个新的特征图，实现金字塔特征级联，同时使每一

层特征图再经过一个 1x1卷积输出分割图，与金

标准计算二元交叉熵，训练时的损失函数为：

Loss =0.8∗BCE(y_true,y_pre)+
0.1∗BCE(y_true,y_crspre1)+
0.1∗BCE(y_true,y_crspre2) , （1）

其中 BCE为二元交叉熵（binary cross-entropy），
y_true为金标准，y_crspre1和 y_crspre2为金字塔

结构的粗略分割结果。

本文在设计 PFC分支中使用级联而不是加

法的原因是为了确保每个尺度的特征能够完全保

留，以生成最终的分割结果。由于血管结构相对

较细，而网络最深层特征图的分辨率较低，因此没

有将最深层特征图引入到分支结构中。由于高级

语义信息是去除冠脉造影图像噪声的关键，PFC
可以帮助分割结果获取更多语义特征以减少噪

声，这是 PFC有效的主要原因。 

2.4    注意力机制模块 

2.4.1    Squeeze-and-Excitation
SE注意力模块由压缩和激励两部分组成，

它通过建模来获得各特征通道的重要程度，然后

针对不同的任务增强或抑制不同的通道，原理如

图 6所示。

Ftr

由图 6可知，输入的特征图先经过一步卷积

转换操作 ，输入输出定义如下：

Ftr : X→ U,X ∈ RW ′∗H′∗c′ ,U ∈ RW∗H∗c , （2）

计算公式如下：

uc = vc ∗X =
C′∑
s=1

vs
c ∗ xs , （3）

vc xs

C′

Fsq(·)

其中， 表示第 C 个卷积核， 表示当前卷积核

覆盖下的第 S 个输入， 表示卷积核个数。卷

积转换操作后有个旁路分支，该分支首先进行

Squeeze操作（图 6中 ）。该操作为一个 global
average pooling（全局平均值池化），公式如下：

zc = Fsq (uc) =
1

W∗H

W∑
j=1

W∑
j=1

uc(i, j) . （4）

Fex(·)

它对空间维度进行特征压缩，即将每个二维

图都变为一个实数，并采用具有全局感受野的池

化操作，使特征通道数不变，然后，进行 Excita-
tion操作（图 6中 ），公式如下：

s = sigmoid(W2 ∗Relu (W1z)) , （5）

W1 W2 Fex(·)
W W

Fscale(·)

其中， ， 表示的是线性层。 通过参

数 为每个特征通道生成权重， 被学习用来

显式地建模特征通道间的相关性，是通过一个

具有两层瓶颈结构（先降维再升维）的全连接层

加 Sigmoid函数实现的，以此得到每个特征通道

的权重 s。将该权重应用于原来的每个特征通道

（图 6中 ），每个通道的值乘以权重。公式

如下：

X̃ = Fscale (uc, sc) = sc ·uc , （6）

uc u sc其中， 表示 中的一个通道， 表示通道的权

重。本文模型将压缩系数设置为 4，即将通道数

压缩为 1/4。而激励部分将通道激活向量作为输

入，并学习输出维度为 1×1×C的权重向量，然后

使用该权重通过逐元素相乘的形式缩放输入特征

图的通道响应，使得网络学习了通道之间的相关

性，具有针对通道的注意力。在网络的金字塔特

征级联结构的每一层中引入 SE模块，用于筛选

特征图中的有效信息。 

2.4.2    分组注意力机制 GA
针对 U-Net中编码器-解码器相应级别之间

 

X U

Ftr

Fsq (·)

Fscale (·,·)

C
W

H

X
~Fex (·,W)

1×1×C 1×1×C

H′ H

W′ W
C′ C

 

图 6    SE 注意力机制

Fig. 6    SE attention mechanism
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可能存在的语义差距，本文在跨连接处设计了分

组注意力机制模块 GA，结构如图 7所示。它由

特征图组、Inverted Bottleneck结构以及空间特征

提取操作组成。在本文提出的 GA模块中，输入

的特征图被等分为 4组。每组特征图首先经过一

个 1x1卷积将特征图通道数扩展为 4倍，随后经

过 3×3卷积提取深层次空间特征，随后由 1x1卷

积将通道数压缩回原通道数，构成 Inverted Bottle-
neck结构。经过 Sigmoid激活函数后，对重要的

特征分配一个接近 1的权值，不重要的特征分配

一个接近 0的权值。提取的 4组权值通过级联的

方式重新组合成一个和输入具有相同空间大小的

权值特征图，与输入逐元素相乘后实现注意力机

制。对该模块分组一方面可以减少参数量，另一

方面可以使注意力模块专注于特征图的特定

部分。

 
 

输入, C

输入, C

Conv 1×1, C

Conv 3×3, C

Conv 1×1, C/4

Sigmoid

BN, ReLU

BN, ReLU

Conv 1×1, C

Conv 3×3, C

Conv 1×1, C/4

Sigmoid

BN, ReLU

BN, ReLU

Group 1, C/4 Group 4, C/4
Group 2, 3

Concatenation, C

 

图 7    分组注意力机制模块

Fig. 7    Group Attention block
  

3    实验设计
 

3.1    实验数据集

本文冠脉造影数据来自上海中山医院。文中

采用由粗至精交互迭代的方法提高数据标注与模

型训练效率。脱敏的冠脉造影数据按照层级式标

注策略进行人工标注，根据预先编写的冠脉造影

图像标注共识，从每个病例/序列中选取 10-20帧

图像，共分 3个批次标注了 514例病例（第 1批

次：60例，第 2批次：86例，第 3批次：368例 ）。
第 1批次数据由心内科初级研究员手工标注，对

于第 2和第 3批次，首先使用模型训练得到的冠

脉造影血管分割模型进行预分割，再由 2名心内

科初级研究员修改，以提高标注精度，并由 1名心

内科专家审核，以此建立冠脉造影轮廓标注数

据库。 

3.2    实验平台

本文实验仿真平台为 pycharm，实验环境是

以 Tensorflow2.0为后端的 Keras开源框架，计算

机配置为 Intel®Xeon®CPU E5-2678v3@2.50 GHz
的 CPU和 NVIDIA  Geforce  RTX  3 090 Founders
Edition的 GPU，采用 64位 Window10操作系统。 

3.3    评价指标

为了对本文算法进行定量分析与评估。采用

准确率 Acc。灵敏度 Sen。特异性 Spe。精确度 Pre

及 AUC (area under curve)来客观评价冠脉血管

的分割性能。它们的计算公式分别定义为：

Acc =
Tp+TN

Tp+TN +Fp+FN
, （7）

S en =
TP

TP+FN
, （8）

S pe =
TN

TN +FP
, （9）

Pre =
Tp

Tp+Fp
, （10）

TP TN FP FN其中， , ， 和 分别表示真阳性、真阴性、

假阳性和假阴性；Acc 表示正确分类血管和非血管

像素占图像总像素的比例；Sen 表示正确分类血管

像素占所有血管像素的比例；Spe 表示正确分类非

血管像素占总体非血管像素的比例；Pre 代表了模

型在识别为血管的像素中有多少是真正的血管像

素；受试者工作特性 (receiver operating character-
istic，ROC)曲线是医学图像分割任务常用的评价

指标。该曲线以假阳性率 (false positive rate，FPR)
为横轴，真阳性率 (true  positive  rate，TPR)为纵

轴，ROC曲线下的面积 AUC的值越接近 1，说明

模型的分割效果越好。由于冠状动脉分割任务包

含大部分容易分割的背景像素，因此上述指标的

改进并不显著。为了更直观地反映不同方法之间

的性能差异，加入 Dice评分与 Jaccard来衡量分
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割性能

Dice =
2×TP

2×TP+FP+FN
, （11）

Jaccard =
Dice

(2− Dice )
. （12）

 

3.4    五重交叉验证

本文采用五重交叉验证来评估模型的整体性

能，数据集被随机分成 5个相等或近似相等的子

集。模型经过 5轮的训练和评估，依次选择 4个

不同的子集作为训练集，其余的作为验证集。在

每一轮中批量大小均为 8，对模型进行 50个周期

的训练，并在每个周期后根据 7个指标进行评估，

记录这些周期中每个指标的最佳结果。最后计

算 5重交叉验证测试中每个指标的平均值和标准

差。实验中，对所有模型均使用“He_normal”初
始化器来设置初始随机权重。 

3.5    消融实验

为了更好地验证本文算法的性能，在数据集

上进行消融实验，为了更好地区分几种算法性能，

使用 Jaccard和 Dice作为评价标准，实验结果如

表 1所示。

 
 

表 1    各模块对性能的影响

Tab. 1    Each module’s impact on performance
 

网络 Jaccard Dice

BaseNet 0.647 6±0.009 8 0.786 1±0.007 3

BaseNet+Conv.7×7 0.660 6±0.011 9 0.795 6±0.008 6

BaseNet+ConvNeXt block 0.710 4±0.006 5 0.830 7±0.004 4

BaseNet+修改后的 ConvNeXt block 0.723 4±0.004 4 0.839 5±0.003 0

BaseNet+PFC 0.703 6±0.008 8 0.826 0±0.006 1

BaseNet+PFC+SE 0.710 4±0.004 3 0.826 0±0.006 1

BaseNet+PFC+SE+加权Loss 0.736 4±0.006 2 0.848 2±0.004 1

BaseNet+GA 0.704 4±0.002 8 0.826 6±0.001 9

BaseNet+Conv.7×7 +PFC+SE +修改后的ConvNeXt block+GA+加权Loss 0.792 6±0.005 8 0.884 3±0.003 6

 

表 1中，BaseNet为第一层含有 32个卷积核

的四层 U-Net。BaseNet+Conv.7×7为将 U-Net编
码器的第一个卷积层修改为一个 7×7的卷积层，

Jaccard精度提升了 0.013，说明了网络扩大感受野

的有效性。BaseNet+ConvNeXt block为在 U-Net
编解码部分的 3×3卷积之后引入了 ConvNeXt
block，Jaccard精度提升了 0.062 8，说明网络提取

复杂特征的有效性。BaseNet+修改 ConvNeXt
block为 U-Net中引入修改后的 ConvNeXt block，
Jaccard精度较修改前提升了 0.013，说明了其对冠

脉分割任务的有效性。BaseNet+PFC是在 U-Net
中添加金字塔特征级联结构，其 Jaccard精度提升

了 0.056，说明金字塔特征级联分支融合多尺度特

征的有效性。在此基础上引入 SE模块，Jaccard
精度提升了 0.006 8，说明在 PFC分支中添加 SE
模块筛选特征图信息的有效性。BaseNet+PFC+
SE+加权 Loss为金字塔结构的每一层分别输出

粗略分割结果计算 Loss后与最终输出的 Loss加
权，Jaccard精度提升了 0.026，说明加权 Loss监
督网络对每个尺度特征提取的有效性。BaseNet+
GA为 U-Net的跨连接中引入分组注意力机制，

Jaccard精度提升了 0.056 8，说明其弥补了编码器

与解码器之间语义差距的有效性。 

3.6    对比实验

本文使用 Dice评分、Jaccard系数、准确率

Acc，灵敏度 Sen，特异性 Spe，精确度 Pre 及 AUC(area
under curve)7种评价指标来定量评估算法分割性

能。不同算法在冠脉数据集上的分割性能对比测

试结果如表 2所示。不同算法在验证集上的

Dice值随训练轮次增加而变化的曲线如图 8所

示。从表 2可以看出，本文算法在所有评价标准

中取得最优结果，Dice评价指标比原始 U-Net 提
升 0.052 8，相比 ResUNeXt算法 Dice提升 0.071 3，
相比 TransUnet算法 Dice提升 0.032 4，相比 Mul-
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tiResUnet算法 Dice提升 0.016 6。本文算法在冠

脉数据集中性能指标均优于其他分割算法，说明

对于所选的评价标准，本文算法具有比其他分割

算法更好的冠状血管综合分割性能。从图 8可以

看出，本文算法在训练过程中 Dice曲线更加平

稳，说明本模型对冠脉造影数据中的噪声或变化

有着更高的鲁棒性，经过大约 50轮迭代，本网络

开始收敛。
 
 

表 2    不同算法测试结果

Tab. 2    Test results for different algorithms
 

网络 Jaccard Dice AUC Accuracy Precision Sensitivity Specificity

U-Net 0.711 6 0.831 5 0.973 3 0.970 6 0.876 9 0.790 8 0.988 8

ResUNeXt 0.684 9 0.813 0 0.874 1 0.968 3 0.884 7 0.752 6 0.990 1

TransUnet 0.742 1 0.851 9 0.988 4 0.974 8 0.862 8 0.841 6 0.987 3

MultiResUnet 0.766 4 0.867 7 0.984 2 0.976 1 0.877 5 0.858 3 0.987 9

Ours 0.792 6 0.884 3 0.991 3 0.978 3 0.900 8 0.859 7 0.990 4
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图 8    验证集上不同算法的 Dice 曲线

Fig. 8    Dice curves of different algorithms on the testing set
  

3.7    实验分割结果图比较

本文在建立好的冠脉造影数据集上进行实

验, 通过训练和测试得到了最终的血管分割预测

图。为了更直观地体现本文算法在血管上的分割

性能，选取了 5张具有代表性的分割结果与 U-Net，
ResUNeXt[35]， TransUnet[36]，MultiResUnet  4种算

法进行比较，如图 9所示。由分割结果图可知：

ResUNeXt网络分割结果图出现主干血管分割断

裂、血管走势模糊以及噪声被误分割现象；U-
Net网络对主干血管分割较好，但无法提取末端

血管，且出现噪声被误分割现象；TransUnet网络

分割结果图中均出现了末端细小血管分支中断，

且产生了带有假阳性预测的嘈杂结果；MultiRe-
sUnet网络能够较完整地分割出血管，但在复杂的

末端细小血管交叉处断裂模糊，且血管边缘轮廓

较差；本文提出的模型能更完整、准确地提取血

管的详细信息。与 ResUNeXt网络相比，血管的

分割均比较健全,较少出现血管断裂的现象，与

TransUnet网络相比，其具有较强的识别低对比度

下微血管的能力,有效地抑制了伪影的误分割，与

MultiResUnet网络相比，本文方法对细小血管的

分割稳健性较强，主血管与细小血管的交叉处分

割结果更优，且血管边界更加精确和清晰。根据

上述分析可知，本文算法在冠脉血管分割上具有

较强的鲁棒性，在低对比度下能够有效抑制噪声，

分割结果中前景和背景区分度较高，血管清晰完

整,连通性好，较少出现非血管误分割现象，总体

上与金标准一致，这充分说明了其扩大感受野、

提升网络提取复杂特征能力、分组注意力机制

GA弥补编解码器间的语义差距、SE注意力机制

模块与融合多尺度特征图 PFC分支的有效性。

 
 

原始图像 金标准 本文

algorithm
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(a) 原始图像
(a) Original

images

(b) 金标准
(b) Golden

standard

(c) ResUNeXt

(c) ResUNeXt

(d) U-Net

(d) U-Net

(e) TransUnet

(e) TransUnet

(f) MultiResUnet

(f) MultiResUnet

(g) 本文
(g) Proposed

algorithm
 

图 9    不同算法分割效果对比图

Fig. 9    Comparison of segmentation effects with different algorithm
 
 

4    结　论

本文针对冠脉造影图像对比度低，血管拓扑

结构复杂等分割难点，建立了一个冠脉造影血管

分割标注数据集，提出了一种基于特征图金字塔

的冠脉造影图像血管分割方法，充分利用冠脉造

影图像的全局、局部显著特征以及特征图的通道

特性。引入大尺度卷积以扩大感受野，并在网络

编解码部分的 3×3卷积之后引入了修改的 Con-
vNeXt block以提升网络提取更复杂特征的能力；

在 U-Net的跨连接处设计了分组注意力机制模

块 GA，以增强网络编码处提取的特征，从而弥补

编解码器间存在的语义差距；在网络解码器处设

计了金字塔特征级联结构 PFC，并在每一层中加

入 SE模块筛选特征图中的有效信息，融合各尺

度的特征图，同时对 PFC分支中每一层分别输出

的分割结果计算得到的 Loss与最终输出的 Loss
进行加权以监督每个尺度特征提取过程。实验

结果表明，本文算法的分割结果优于其它算法，

在测试集上的 Dice系数为 0.884 3，Jaccard系数

为 0.792 6，有着较好的冠脉血管分割性能。在未

来的工作中，将探索更适合的损失函数和预处理

方法，拟将提出更低复杂度和更具辨别力的模型，

并进一步对其进行改进和优化。
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