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文章编号    2097-1842（2024）04-0842-10

基于贝叶斯神经网络的相位梯度计算方法

张康洋1，倪梓浩1，董　博1,2，白玉磊1,2 *

（1. 广东工业大学 自动化学院, 广东 广州 510006；

2. 智能检测与制造物联教育部重点实验室, 广东 广州 510006）

摘要：应变重构是相衬光学相干层析力学性能表征中的关键步骤，其需要准确计算出差分包裹相位的梯度分布。为了能

够解决强噪声干扰下的相位梯度重构信噪比低的难题，提出了一种基于贝叶斯神经网络的相位梯度计算方法。首先，通

过计算机模拟不同散斑噪声等级下的包裹相位图，并生成相应的理想相位梯度，以构建网络的训练集。其次，基于网络

训练集采用贝叶斯推断理论学习强噪声环境下的包裹相位与相位梯度的“端到端”映射关系。最后，将相衬光学相干层

析测量的差分包裹相位结果送入贝叶斯神经网络进行处理，实现高信噪比相位梯度预测。此外，通过借助贝叶斯神经网

络的统计特性，以模型不确定度来定量评估相位梯度预测结果的可靠性。通过数值实验和三点弯曲力学加载实验对比

分析了本文方法和主流矢量方法的性能。实验结果表明：在噪声较小的条件下，本文方法重构的相位梯度信噪比可提升

8%；在噪声较强条件下，本文方法能成功恢复因相位条纹难以分辨而无法计算的相位梯度。此外，模型不确定度能够定

量分析网络的相位梯度预测误差。可以预见，在样品形变复杂且先验信息未知的条件下，本工作为相衬光学相干层析提

供了一种有效的应变重构方法，从而能实现高质量和高可靠的内部力学性能表征。

关    键    词：光学相干层析成像；相衬技术；相位梯度计算；贝叶斯神经网络；形变测量
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Abstract:  Strain  reconstruction  is  a  vital  component  in  the  characterization  of  mechanical  properties  of

phase-contrast optical coherence tomography (PC-OCT). It requires an accurate calculation for gradient dis-

tributions on the differential wrapped phase map. In order to address the challenge of low signal-to-noise ra-

tio  (SNR)  in  phase  gradient  calculation  under  severe  noise  interference,  a  Bayesian-neural-network-based
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phase  gradient  calculation is  presented.  Initially,  wrapped phase  maps  with  varying levels  of  speckle  noise

and  their  corresponding  ideal  phase  gradient  distributions  are  generated  through  a  computer  simulation.

These wrapped phase maps and phase gradient distributions serve as the training datasets. Subsequently, the

network learns the “end-to-end” relationship between the wrapped phase maps and phase gradient distribu-

tions in a noisy environment by utilizing a Bayesian inference theory. Finally, the wrapped phase measured

by  PC-OCT  is  processed  by  Bayesian  neural  network  (BNN),  and  the  high-quality  distribution  of  phase

gradients is accurately predicted by inputting the measured wrapped phase-difference maps into the network.

Additionally, the statistical process introduced by BNN allows for the utilization of model uncertainty in the

quantitative assessment of the network predictions’ reliability. Computer simulation and three-point bending

mechanical  loading  experiment  compare  the  performance  of  the  BNN and  the  popular  vector  method.  The

results indicate that the BNN can enhance the SNR of estimated phase gradients by 8% in the presence of low

noise levels. Importantly, the BNN successfully recovers the phase gradients that the vector method is unable

to calculate due to the unresolved phase fringes in the presence of strong noise. Moreover, the BNN model

uncertainty can be used to quantitatively analyze the prediction errors. It is expected that the contribution of

this work can offer effective strain estimation for PC-OCT, enabling the internal mechanical property charac-

terization to become high-quality and high-reliability.
Key words: optical  coherence  tomography；phase  contrast；phase  gradient  estimation；bayesian neural   net-

work；deformation measurement

 

1    引　言

光学相干层析（optical coherence tomography,
OCT）是一种无损、高分辨和非侵入式的内部结

构体成像技术，被广泛应用于生物医学和工业领

域[1-3]。与相衬技术结合后，光学相干层析技术（即

相衬光学相干层析 PC-OCT）还可利用干涉相位

实现内部变形测量[4]。相衬光学相干层析的位移

变形测量灵敏度很高（纳米级），已成为目前发展

最快、最具前景的新型实验力学表征方法[5]。相衬

光学相干层析的测量过程可大致分为 3 步：（1）探

测器采集样品形变前后的干涉光谱信号；（2）对上

述干涉光谱信号作傅立叶变换，得到差分包裹相

位测量结果；（3）根据差分相位测量结果重构出样

品的应变分布，从而实现样品的力学性能表征。

上述步骤中，应变重构是相衬光学相干层析力学

性能表征的关键步骤。根据应变定义式，相衬光

学相干层析的应变重构需要计算差分包裹相位沿

深度方向的梯度变化[6]，然而，差分包裹相位的梯

度计算面临以下两个难点：(1) 须首先进行相位解

包裹运算，但层析测量的强噪声使得相位解包裹

异常困难，且相位解包裹算法自身存在的误差也

会直接影响后续的相位梯度计算；(2) 噪声会放大

相位梯度的差分运算误差，导致相位梯度计算结

果的信噪比低。

针对上述问题，国外学者首先提出基于最小

二乘的相位梯度计算方法[7-8]。该方法基于差分

相位的梯度表示模型，在光程差域中构造相位误

差方程，并通过参数估计方法辨识出相位的一阶

导数，从而实现相位梯度计算。基于最小二乘的

相位梯度计算充分利用了差分相位沿轴向方向的

统计量信息，因此其重构的相位梯度信噪比高于

直接数值差分计算。随后，Kennedy 等人提出了

加权最小二乘的相位梯度计算方法，通过将相衬

光学相干层析的幅值信息作为加权项，减少相位

梯度辨识过程中的噪声幅值影响，进一步改善了

相位梯度成像的信噪比[9]。需要注意的是，最小

二乘相位梯度计算方法须首先执行相位解包裹运

算，故仍然存在因相位解包裹误差而导致的相位

梯度计算错误问题。此外，最小二乘线性运算特

性使得相位梯度计算过程难以抑制散斑乘性噪

声干扰。为克服最小二乘相位梯度计算方法存在

的缺点，Zaitsev 等人提出了矢量相位梯度计算方

法[10-11]：在复平面内对形变前后的干涉光谱分别

沿水平方向和深度方向求均值，之后再执行深度
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方向上的干涉光谱共轭运算，完成相位梯度重

构。矢量相位梯度计算方法无须进行相位解包裹

运算，且由于叠加后的矢量相位对散斑噪声的相

位贡献不敏感，其得到的相位梯度信噪比高于最

小二乘法。基于上述优点，矢量方法成为当前主

流的相位梯度计算方法。然而，尽管矢量方法能

准确计算出较强噪声环境下的相位梯度分布，但

以下两大问题限制了其进一步的拓展应用，具体

表现为：(1) 因引入矢量平滑运算，导致相位梯度

成像分辨率有所降低，无法分辨出形变位移较小

区域的梯度变化；(2) 相位梯度计算信噪比仍然不

高，难以实现样品内部强散斑噪声下的梯度计算。

深度神经网络具有容错能力强、鲁棒性高、

并行计算等优点，广泛应用于光学测量技术中的

相位解调。近期，国内外学者开展了基于卷积深

度神经网络的相位解包裹研究[12-13]，效果优于传

统的路径和非路径相位解包裹方法。受上述成果

启发，本文拟将深度学习应用于相位梯度计算。

但值得注意的是，若采用传统确定性深度神经网

络进行相位梯度预测，由于样品形变复杂且无法

获取先验信息，难以定量评估网络预测效果，导致

相位梯度计算结果的可靠性不足。鉴于传统确定

性深度神经网络存在的缺点，本文提出基于贝叶

斯深度神经网络的相位梯度计算方法。该方法依

据网络权重和网络输出的先验概率，采用贝叶斯

推断理论获取网络权重的后验概率，从而学习强

噪声环境下的差分包裹相位与相位梯度的映射关

系。此时，网络不仅能实现相位梯度的高信噪比

重构，同时其预测结果呈现统计特性。在此基础

上，还可以借助统计量去定量表征网络相位梯度

预测效果的不确定度。最后，通过计算机仿真和

三点弯曲力学加载实验对比分析了本文方法与矢

量方法的相位梯度计算效果。 

2    方　法
 

2.1    相位梯度计算原理

在本节中，首先介绍相衬光学相干层析的相

位梯度计算原理，并在此基础上阐述深度贝叶

斯神经网络 (Bayesian  Neural  Network,  BNN) 的

相位梯度计算模型。当样品发生形变时，相衬光

学相干层析获取形变前后的 B 扫描干涉光谱

I1 (k;y) I2 (k;y)和 。对这两帧干涉光谱沿波数轴

k 作傅立叶变换，可计算出与形变位移呈正比关

系的差分包裹相位[14]：
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Ĩ1

�
Re

�
Ĩ2
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I1 I2式中， 和 分别为干涉光谱的傅立叶变换结果；

Re 和 Im 分别表示复数的实部和虚部。若将方程

（1）中的差分包裹相位进行展开，则可计算出样品

形变时的应变分布[6]：

" =
��
�2

c
�

�c

4

式中，Δλ 和 λc 分别为相衬光学相干层析测量系

统的光源光谱带宽和中心波长；n 为样品内部

的折射率；Un 为相位解包裹操作。方程（2）中，

∂Un(Δϕwrp)/∂z 即为相位梯度值。因此，在相衬光

学相干层析变形测量中，应变实质上是差分包

裹相位沿其深度方向的相位梯度。由于噪声干

扰，依据方程（2）直接计算相位梯度会存在较大

误差。

神经网络是一种端到端的数据映射模型，其

可以用于学习噪声干扰下差分包裹相位到相位梯

度的映射关系。然而，传统神经网络容易出现过

拟合情况且无法评估预测结果的可靠性。为此，

本文提出使用 BNN 学习相位梯度映射关系。

BNN 一方面采用先验概率分布对参数进行积

分并计算多个模型的平均值，使得训练过程具有

正则化效果，从而增强了网络的泛化能力，另一方

面使用概率分布形式的参数进行不确定性估计，

从而解决了网络相位梯度预测效果的定量评估

难题。 

2.2    基于贝叶斯深度神经网络的相位梯度预测

如图 1（彩图见期刊电子版）所示，本文用于

相位梯度计算的 BNN结构采用目前成熟的 U-Net
结构[15-16]，其中本文使用维度为 3×3 的卷积核进行

卷积层操作，并以 ReLU（即 ）

函数作为激活函数。在每个卷积层之前，都加入

Concrete dropout 层，用于对模型进行随机的结构

正则化以增加网络的泛化能力[17]。 BNN 的最后

一层是包含两个卷积层的合并层。其中：一个卷

积层使用线性单元进行激活，通过计算网络输出
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log
�
exp(x)+ 1

�
的均值以实现相位梯度预测；另一个卷积层通过

softplus 函数（即 ）进行

激活，通过计算网络输出的方差（即 BNN 模型不

确定度）以实现相位梯度可靠性评估。

 
 

Wrapped-phase

 

图 1    用于相位梯度计算的贝叶斯深度神经网络结构

Fig. 1    Bayesian deep neural network architecture for phase gradient calculation
 

（1）训练集准备

为训练图 1 所示的 BNN 网络，需准备大量

的差分包裹相位图和对应的相位梯度标签。然

而，由于实际测量过程中的相位梯度标签难以获

取，因此本文采用数值模拟方法构建 BNN 网络

所需的训练集，见图 2（彩图见期刊电子版）。具

体过程如下：

步骤（1）：随机生成解包裹相位，用于模拟样

品的复杂形变过程。计算机生成不同维度的伪随

机数，如 3×3、5×5、7×7 等。这些伪随机数服从高

斯分布，如图 2(a) 所示。随后，采用拉格朗日外推

方法得到维度更高的高斯光滑曲面，并将其作为

相位图，如图 2(b) 所示。

步骤（2）：获取相位梯度标签值。根据公式

（2）中的相位梯度计算式，在步骤（1）生成的解包

裹相位结果上，沿纵轴（深度）方向作差分运算，得

到相位梯度标签值，如图 2(c) 所示。

步骤（3）：获取训练集的自变量输入。如图 2(d)
所示，将步骤（1）生成的解包裹相位依据公式（3）

计算出带有不同散斑噪声等级的包裹相位图[18]。

 
 

1
3

2
1

(a)

(b)

30 rad
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(c)

(d)

 

图 2    相位图生成过程。(a) 伪随机数；(b) 拉格朗日外推后的相位图；（c）相位梯度标签；（d）带有散斑噪声的包裹相位图

Fig. 2    Phase maps generation process. (a) Pseudo-random numbers; (b) phase maps using Lagrange extrapolation; (c) phase
gradient label; (d) wrapped phase map with speckle noise

  8>>>>><
>>>>>:

��� (

#
式中，arg{}表示复变函数的辐角主值，j 表示虚数

单位， 为服从均匀分布的随机变量矩阵，用于模

拟空间相干噪声相位，β 为噪声等级。

（2）BNN 网络训练

(X�;Y�)

P (w)
p (YjX;w)

在训练集准备阶段，通过改变伪随机数的均

值和方差，并调节噪声等级 β 即可获得大量的输入

和标签数据。当获取训练集样本 后，BNN
训练过程中首先需对网络权重和网络输出的先验

概率密度进行初始化。为此，本文依据贝叶斯统

计的无信息先验分布，设定网络权重的先验概率

密度 服从均匀分布[19]；并基于中心极限定理，

设定网络输出的先验概率密度 服从正态

分布[20]。随后构造最大似然函数并将其作为网络

的损失函数，实现对 BNN 网络的训练：

Loss =

1
M � N

MX

�=1

NX

�=1

(
jY�(�;�) ��(�;�)j

2�(�;�)
+ log

�
2�(�;�)

�
)

;

Y�

式中：M × N 为差分包裹相位和相位梯度图像的

像素尺寸；(ξ, η) 为像素索引值； 为网络标签值；

p (wjX�;Y�)

μ 和 σ 分别为网络预测结果的均值和方差，其可

在预设的先验置信度基础上，采用最大似然估计

方法计算得到。值得注意的是，在优化代价函数

（4）时，网络的后验概率密度 采用变分

方法中的蒙特卡罗（Monte Carlo）dropout 采样[21]

估计得到。

（3）BNN 网络预测

p (wjX�;Y�)

p (wjX�;Y�)

当 BNN 网络训练完毕后，即可得到网络的

最终后验概率密度 ，如图 3（彩图见期

刊电子版）所示。网络进行预测时，其权重 w 依

据 生成随机序列，并在给定的输入测

试集 X 下，采用前向传播原理计算 L 次独立重复

实验的相位梯度预测统计结果：

�̃(�;�) =E[y(�;�)jX; X�;Y�] �

1
L

LX

l=1

E[y(�;�)jx;w(l)] �

1
L

LX

l=1

�(l)(�;�) ;

�(l) l式中：E 表示数学期望； 表示第 次实验的网络

预测均值，可由最大似然估计方法得到。由于

BNN 网络的预测呈现统计特性，因此可通过计算

预测值的方差以定量评估 BNN 网络的相位梯度

846 中国光学（中英文） 第 17 卷



预测结果可靠性：

�̃(�;�) =

vt
1
L

LX

l=1

�
�(l)(�;�)� �̃(�;�)

�2 :

由方程 (6) 可知，当方差较大时，说明 BNN
网络的相位梯度预测结果不收敛，此时的预测置

信度较低。而当方差较小时，BNN 网络的相位梯

度预测收敛于某一值，此时网络输出置信度较

高。总而言之，方程（6）给出了对网络相位梯度预

测的定量指标，解决了样品形变先验信息无法获

取的前提下，相位梯度计算结果可靠性的定量评

估难题。

 
 

Wrapped phase map

Trained BNN

Predicted mean Predicted variance

Phase gradient

Monte Carlo
dropout sampling

 

图 3    基于贝叶斯神经网络的相位梯度预测过程

Fig. 3    The prediction process of phase gradient using Bayesian neural network
 
 

3    实验验证
 

3.1    数值实验验证

本文首先通过计算机模拟不同噪声水平的包

裹相位图，并将其作为测试集以定量分析 BNN
相位梯度的预测效果，实验结果如图 4（彩图见期

刊电子版）所示。如图 4(a) 所示，随着噪声等级的

增加，相位条纹密集区域的相位信号几乎完全淹

没于噪声中。图 4(b) 左侧两图为依据公式（2）计

算得到的相位梯度理论值。矢量方法是目前相位

梯度计算中抗噪性能最佳的方法，因此本文重点

对比 BNN 网络与矢量方法的相位梯度计算效

果。图 4(c) 为矢量方法计算得到的相位梯度结

果。由图中的结果可知，当噪声较小时（β=0.3 rad
和 β=0.7 rad），相位条纹清晰可见。此时，矢量方

法得到的相位梯度结果接近理论值，由此可知该

噪声等级下的矢量方法效果较好，如图 4(c) 左侧

两图所示。然而，当噪声等级增加到 β=1.3 rad
时，相位条纹密集区域的相位信号质量较差，导致

该区域的矢量方法效果变差，但仍能大致获得正

确的相位梯度分布，如图 4(c) 左侧第 3 幅图所

示。当噪声等级继续增加至 β=1.6 rad 时，矢量方

法因难以分辨出相位条纹信号导致无法重构出正

确的相位梯度分布，如图 4(c) 最后一幅图所示。

由于真实测量环境下的样品形变复杂、内部散射

信号微弱，这使得系统测量到的相位条纹信号通

常具有分布不均匀且信噪比较低等特点，类似于

仿真实验中图 4(a) 最后一幅图的相位效果。由此

可知，矢量方法抗噪能力在实际应用中仍然表现

欠佳。图 4(d) 为 BNN 预测的相位梯度结果。通

过对比理论值与预测值，BNN 在较强噪声环境下

（β= 1.3 rad 和 β=1.6 rad）的相位梯度重构效果明

显好于矢量方法，表现出优异的抗噪性能。特别

地，借助于包裹相位高阶特征信息少和 BNN 数

据挖掘能力强的特点，即使相位条纹在噪声干扰

下难以分辨，网络仍能得到准确的相位梯度分布，

如图 4(d) 最后一幅图所示。

除了验证 BNN 的相位梯度预测效果，数值实

验还需探索基于 BNN 模型不确定度的相位梯度

预测可靠性和误差分析。图 4(e) 分别给出了不同

噪声干扰下的 BNN 模型不确定度分布。由结果

可知，随着噪声的增加，BNN 在部分区域的模型

不确定度逐渐增大，预示着该区域的相位梯度预

测可靠性降低。如图 4(d) 和 4(e) 最后一幅图所

示，在较强噪声条件下 (β=1.6 rad)，红色方框区域

A 的模型不确定度平均值从 0.017 2 rad（β=0.3 rad）

显著增加至 0.084 4 rad。与此同时，区域 B 的模
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型不确定度平均值从 0.013 3 rad（β=0.3 rad）显著

增加至 0.059 8 rad。显而易见，BNN 在上述两个

区域的相位梯度预测质量可目视出下降，验证了

BNN 模型的不确定度可用于定量表征相位梯度

的预测质量。为进一步探索 BNN 模型不确定度

与测量误差之间的关联性，本文将网络预测的结

果与理论值（图 4(b)）相减从而得到误差分布图，如

图 4(f) 所示。通过对比图 4(e) 和 4(f) 可知，BNN
的模型不确定度分布与误差分布基本吻合，表明

BNN 网络预测的相位梯度误差与预测过程得到

的模型不确定度呈正相关。因此，可在真值未知

的前提下，仅根据模型不确定度给出网络预测的

误差结果。
 
 

(a)

 

图 4    不同方法估计的相位梯度结果。(a) 不同噪声等级

的相位图；(b) 理论相位梯度结果；(c) 矢量法；(d) 贝

叶斯神经网络；(e) 贝叶斯神经网络模型不确定度；

(f) 网络预测结果的误差分布

Fig. 4    Phase  gradient  estimated  using  different  methods.
(a)  Phase  maps  with  different  noise  levels;  phase
gradient results obtained by (b) theorectical calcula-
tion; (c) vector method and (d) Bayesian neural net-
work; (e) BNN model uncertainty; (f) error distribu-
tions of phase gradient by using BNN model

  

3.2    变形试验验证

为了验证基于 BNN 的相位梯度预测实际应

用效果，首先搭建了一套如图 5 所示的线扫描谱

域光学相干层析测量系统。测量过程中，超辐射

发 光 二 极 管 （ 型 号 ：SLD-mCS-371-MP-SM-840,
Superlum Diodes, Ltd., Ireland）发射近红外宽带光

由双凸透镜 L1（焦距：50 mm）准直为平行光后，

经 过 柱 面 凸 透 镜 CL（ 焦 距 ：100  mm） 和 50∶50
分光棱镜 CBS 分别照射到样品和参考面上；样品

内部的散射光与参考面反射的光互相叠加，形成

干涉光谱信号；干涉光谱信号经衍射光栅 G（600
个凹槽/mm）展开成像于相机像平面上。系统中，

中性滤光片 NDF 用于调节参考臂的反射光强，以

改善干涉条纹对比度；带通滤波片 SF 用于滤除

环境光干扰。该系统空间分辨率、曝光时间、采

集速率和位移灵敏度分别为 7.5 μm×3 μm（轴向×
横向）、80 ms、10 fps 和 10 nm。为配合该系统进

行力学加载，还设计了一套三点弯曲加载装置，如

图 5 所示。基于该装置，对一半透明的硅胶薄膜

样品进行了三点弯曲变形实验。该样品为三层结

构，其上下两层是 2 块厚度为 2 mm 的亚克力板，

中间层是 1 块厚度为 0.6 mm 的硅胶薄膜。实验

过程中，采用加载装置对样品进行预紧后，分别

利用球头微分头对被测样品进行 2 μm、4 μm、

6 μm、8 μm 的三点弯曲加载，加载过程中利用层

析测量系统对采集的被测样品进行干涉光谱采集

和层析形变测量。需要注意的是，上述加载量能

够获得适中密度的相位条纹分布，以确保未出现

较强的相位退相关，从而更好地对 BNN 方法进

行测试。
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图 5    线扫描谱域光学相干层析测量系统的 (a) 原理图及

(b) 实物图

Fig. 5    (a)  Schematic  diagram  and  (b)  photograph  of  line-
field spectral-domain OCT system

 

图 6(a) 为根据方程 (1) 得到的硅胶薄膜样

品差分包裹相位图，其中图 6(a) 4 幅图分别对应

2 μm、4 μm、6 μm、8 μm 的力学加载量。由相位

变化结果可知，随着力学加载量的增加，硅胶薄

膜样品在形变过程中产生了一定程度的相位退

相关，导致相位信号信噪比逐渐变差，甚至淹没

于散斑噪声中。这表明形变较大区域的相位测
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量结果更容易受到噪声影响，从而使得相位梯度

分布计算更加困难。图 6(b) 和 6(c) 分别为矢量

方法和 BNN 计算得到的相位梯度分布。通过对

比两者的实验结果并结合三点弯曲受力加载下

的形变分布先验知识，可得到以下结论：(1) 随着

相位条纹信噪比变差，矢量方法计算的相位梯度

由好变差；在相位条纹难以分辨的区域，矢量方

法计算的相位梯度还呈现错乱特点；(2) BNN 预

测的相位梯度质量要优于矢量方法，而且还能恢

复出矢量方法因相位条纹信噪比低而难以计算

的相位梯度，此外，当相位噪声增加时，BNN 均

能稳定地得到高质量的相位梯度分布。但值得

注意的是，BNN在边界区域的相位梯度预测结

果明显不同于正常区域，如图 6(c) 最后一幅图

中的白色方框边界区域 A、B 和 C。由于硅胶薄

膜材料在三点弯曲加载下的应变分布不可能出

现收缩情况，因此可认为该区域的 BNN 预测结

果是错误的。为了验证该结论，图 6(d) 给出了BNN
在相位梯度预测过程中的模型不确定度。可见，

在边界区域，BNN 模型不确定度显著高于正常

区域，这与之前的边界区域相位梯度预测结论

一致。

 
 

T S

(a)

 

图 6    硅胶薄膜样品变形实验结果。(a) 差分包裹相位图；(b) 矢量法估计的相位梯度；(c) 贝叶斯神经网络估计的相位梯

度；(d) 贝叶斯神经网络的模型不确定度

Fig. 6    Experimental results of silicone film deformation. (a) Wrapped phase-difference map; (b) phase gradient estimated us-
ing vector method; (c) phase gradient estimated using BNN; (d) BNN model uncertainty

 

需要注意的是，当相位信噪比较高（形变较

小）时，结合图 6(d) 第一幅图中的不确定度分布

可知：矢量方法和 BNN 方法均能得到正确的相

位梯度分布，两者之间的差异性较小，如图 6(b)
和 6(c) 第一幅图所示。为定量对比它们之间的

差异性，依次选取相位条纹分布不同的区域，如

图 6(a) 第一幅图中的白色方框 S 和 T 所示。由

于上述区域的相位变化具有线性特点，本文通过

方差统计量表征相位梯度成像的信噪比[9]：

SNR = 10 � log
0
BBBB@

�2
pg

�2
pg

1
CCCCA ;

式中，μpg 和 σpg 分别表示对相位梯度求均值和

方差。在 S 区域，矢量方法的相位梯度信噪比为

13.6 dB，BNN 的相位梯度信噪比为 14.7 dB。在

T 区域，矢量方法的相位梯度信噪比为 15.6 dB，

BNN 的相位梯度信噪比为 16.8 dB。上述数据结

果表明在相位高信噪比条件下，BNN 的相位梯度

重构效果要优于矢量方法。

随着样品变形量的继续增加，差分包裹相位

会出现退相关现象，从而导致相位特征信息丢

失。此时，对 BNN 网络的相位梯度预测将面临

巨大挑战。为此，进一步探究了变形较大情形下

的 BNN 方法的收敛性，从而确定其适用范围。

图 7(a)、7(b) 为采用更大加载量测量得到的差分

包裹相位结果，其中 7(a) 对应 12 μm 的加载量，
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7(b) 对应 14 μm 的加载量。由相位结果可知，条

纹密集区域的相位信号因退相关而完全淹没于噪

声背景中。这导致后续网络针对相位条纹的识别

与分析变得异常困难。如图 7(c)、7(d) 所示，上述

加载量下的 BNN 相位梯度预测结果存在非连续

分布的特点，特别是在较强相位退相关的情形下，

相位梯度场进一步呈块状散点分布。该预测结果

与点力学加载下的拉伸应变不符，表明 BNN 方

法在相位退相关时难以预测出正确的相位梯度分

布。图 7(e)、7(f)为相位梯度预测结果的 BNN 模

型不确定度。通过对比图 7(d) 结果，可以发现在

相位退相关情况下的模型不确定度整体偏大。这

进一步证实了此时 BNN 相位梯度预测结果的不

可靠性。
  

(a) (b)

(c) (d)

(e) (f)
0 rad

0.5 rad

 

图 7    相位退相关实验结果。(a)-(b) 加载量分别为 12 μm
和 14 μm 对应的差分包裹相位；(c)-(d) 贝叶斯网络

估计的相位梯度结果；(e)-(f) 贝叶斯网络的模型不

确定度

Fig. 7    Experimental  results  of  phase  decorrelation.  (a)-(b)
Wrapped  phase-difference  maps  corresponding  to
the  loading  12 μm and  14  μm,  respectively;  (c)-(d)
results of phase gradient estimated using BNN; (e)-
(f) BNN model uncertainty 

4    结　论

本文针对相衬光学相干层析中的应变重构信

噪比低的问题，提出了 BNN 的相位梯度计算方

法。该方法基于神经网络的“端到端”特性，采用

贝叶斯推断理论学习强噪声干扰下的相位梯度映

射关系，从而显著减少测量噪声、测量环境、梯度

数值算法误差等外界因素的干扰，实现高质量应

变重构。此外，借助 BNN 权重分布的随机特性，

可以利用 BNN 模型的不确定度来对相位梯度预

测可靠性进行定量分析。这解决了在样品形变复

杂且无法获取先验信息时，对相位梯度计算结果

评估困难的问题。通过计算机仿真实验和三点弯

曲力学加载实验对比分析了本文方法和主流的矢

量方法性能。实验结果表明：在噪声较小的条件

下，BNN 重构的相位梯度信噪比可提升约 8%；在

噪声较强的条件下，BNN 能成功恢复因相位条纹

难以分辨而无法计算的相位梯度。此外，BNN 模

型不确定度能够直接反映预测结果的误差分布。

与本文方法相结合后，相衬光学相干层析可利用

“应力集中”现象实现聚合物材料内部的亚微米

级缺陷检测，并可通过固化监测完成牙科树脂材

料的修复。

本文方法尚存在以下待解决问题：(1) BNN
的相位梯度计算需要对每个节点进行蒙特卡罗采

样等计算密集型操作，这导致训练和推断的效率

较低。(2) 由于 BNN 需要假设先验概率，而不准

确的先验选择容易导致网络难以调优。为了克

服上述问题，未来工作可进一步研究轻量级、先

验分布自适应选择模型的 BNN 相位梯度计算

架构。
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