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文章编号    2097-1842（2024）01-0118-10

基于轻型自限制注意力的结构光相位
及深度估计混合网络

朱新军*，赵浩淼，王红一，宋丽梅，孙瑞群
（天津工业大学 人工智能学院, 天津 300387）

摘要：相位提取与深度估计是结构光三维测量中的重点环节，目前传统方法在结构光相位提取与深度估计方面存在效率

不高、结果不够鲁棒等问题。为了提高深度学习结构光的重建效果，本文提出了一种基于轻型自限制注意力（Light Self-
Limited-Attention，LSLA）的结构光相位及深度估计混合网络，即构建一种 CNN-Transformer的混合模块，并将构建的混

合模块放入 U型架构中，实现 CNN与 Transformer的优势互补。将所提出的网络在结构光相位估计和结构光深度估计

两个任务上进行实验，并和其他网络进行对比。实验结果表明：相比其他网络，本文所提出的网络在相位估计和深度估

计的细节处理上更加精细，在结构光相位估计实验中，精度最高提升 31%；在结构光深度估计实验中，精度最高提升

26%。该方法提高了深度神经网络在结构光相位估计及深度估计的准确性。

关    键    词：结构光；深度学习；自限制注意力；相位估计；深度估计
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A hybrid network based on light self-limited attention for structured
light phase and depth estimation

ZHU Xin-jun*，ZHAO Hao-miao，WANG Hong-yi，SONG Li-mei，SUN Rui-qun

（School of Artificial Intelligence, Tiangong University, Tianjin 300387, China）
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Abstract: Phase retrieval and depth estimation are vital to three-dimensional measurement using structured
light. Currently, conventional methods for structured light phase retrieval and depth estimation have limited
efficiency and are lack of robustness in their results and so on. To improve the reconstruction effect of struc-
tured  light  by  deep  learning,  we  propose  a  hybrid  network  for  structured  light  phase  and  depth  estimation
based on Light Self-Limited Attention (LSLA). Specifically, a CNN-Transformer hybrid module is construc-
ted  and  integrated  into  a  U-shaped structure  to  realize  the  advantages  complementary  of  CNN and  Trans-
former. The proposed network is experimentally compared with other networks in structured light phase es-
timation and structured light  depth estimation.  The experimental  results  indicate  that  the  proposed network
achieves finer detail processing in phase and depth estimation compared to other networks. Specifically, for
structured light phase and depth estimation, its accuracy improves by 31% and 26%, respectively. Therefore,
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the proposed network improves the accuracy of deep neural networks in the structured light phase and depth
estimation areas.
Key words: structured light；deep learning；self-limited attention；phase estimation；depth estimation

 

1    引　言

光学三维测量是光学计量和信息光学中最重

要的研究领域和研究方向之一[1]。结构光三维测

量技术是光学三维测量的重要方式[2]，具有速度

快和精度高等优点，在机器人引导、虚拟现实、人

机交互、文物保护、机器人视觉、生物医学等领域

有相当广阔的应用前景[3]。在过去的研究中，可

以把传统的结构光相位提取技术主要分为两类：

以傅立叶变换法为代表的单幅图相位提取方

法[4] 和相移方法[5]。傅立叶算法只需要单个条纹

图案并可直接获得包裹相位图。该方法受物体运

动影响的程度较低但存在相位提取精度较低和计

算时间长等问题。相移算法至少需要 3幅条纹图

像[6]，通过相移计算获得相对相位图。该方法对

于投影光栅的标准性和相移量准确度的要求较

高。其精度高但受运动环境影响较大。以上方法

获得的相位通常为包裹相位，需要通过一些展开

方法将相对相位图变换为绝对相位[7]。此外，在

结构光深度估计方面，传统方法需要进行系统标

定、相位深度映射完成深度测量与三维测量。

综上所述，准确的条纹相位估计与深度估计

是结构光测量的主要挑战。近年来，在结构光三

维重建领域中出现了许多基于深度学习的方法。

Feng等人通过实验证明深度神经网络可以显著

提高单个条纹图案的相位估计精度[8]，具体来说，

通过卷积网络预测中间结果，最终得到高精度相

位图。Nguyen等人提出了一种端到端的方法，使

用全卷积网络由条纹图得到深度图[9]。Jeught等
人提出了一种完全基于深度学习的从单个变形条

纹图案中提取深度信息的方法[10]。张钊等人提出

了一种多阶段深度学习单帧条纹投影的三维测量

方法，通过分阶段学习方式依次获得物体的深度

信息[11]。其中，大部分结构光相位估计方法都基

于卷积网络，不利于上下文信息的特征捕获，而

Transformer的优势是利用注意力的方式捕获全

局的上下文信息，以对目标建立远距离依赖，提取

有力的特征。文献 [12-14]对这两种网络进行优势

互补[12-14]。Zhu等人开发了一种混合 CNN-Trans-
former模型，该模型通过条纹级次预测进行相位

展开[15]，在条纹级次预测方面取得了较好的效果。

本质上，基于深度学习的相位估计和深度估

计都属于回归预测问题。目前上述的模型虽然

取得了较好的效果，但存在较大的误差，仍有可

提升的空间。为此，本文提出了一种 CNN- Trans-
former相结合的模块，分 4个阶段应用在 U型总

体架构中，将局部特征与全局特征相融合，并更新

了注意力机制的算法，在网络中使用轻型自限制

注意力（Light Self-Limited-Attention，LSLA）机制

以节省计算成本和参数数量。最后，将所提出的

网络在结构光深度估计和相位估计两个任务中都

进行了实验。 

2    条纹投影轮廓术原理

典型的条纹投影轮廓术（Fringe  Projection
Profilometry , FPP）系统由投影仪和相机组成 [16]，

图 1为 FPP系统原理图，投影仪将条纹图案投影

到目标物体上，变形的条纹包含了物体的特征信

息，然后由相机捕获并输出数字图像。在多频率

的 FPP中，投影仪会投射多个不同频率的条纹图

案，相机捕获多张图片，然后通过相位解算得到物

体表面的三维形状信息。

  

投影仪

物体

相机

 

图 1    FPP 系统原理图

Fig. 1    Schematic diagram of the FPP system
 

通过分析捕获的变形条纹，解出相位跳变的

包裹相位。图像中的条纹可以表示为：

第 1 期 朱新军, 等: 基于轻型自限制注意力的结构光相位及深度估计混合网络 119



In (x;y) = A (x;y) + B (x;y)cos
[
φ (x;y) +

2πn
N

]
;

（1）

In (x;y) (x;y) A (x;y)

B (x;y)

φ (x;y) n = 0;1; � � � ;N � 1

其中， 为某一像素点 的光强， 为

该像素点的背景光强， 为该点的调制光强，

为该点的相位值， ，为相移

的步数。根据公式 (1)计算出包裹相位：

φ (x;y) = arctan

0BBBBBBBBBBBBBBBBBBB@

N�1∑
n=0

In sin
(
2πn
N

)
N�1∑
n=0

In cos
(
2πn
N

)
1CCCCCCCCCCCCCCCCCCCA

: （2）

2π包裹相位存在 的相位跳变。为得到连续的

相位信息，需要将相位跳变的包裹相位展开，相位

展开公式如下：

ϕ (x;y) = φ (x;y) +2πk (x;y) ; （3）

ϕ (x;y) k (x;y)其中， 是展开相位， 是条纹级数。

根据标定相位与三角坐标的关系，可以得到

绝对相位，根据绝对相位可以直接获取三维高度

信息。 

3    基于轻型自限制注意力的混合
网络

 

3.1    总体结构

网络的总体结构是 U型结构，网络结构图如

图 2所示。其由一个编码器-解码器组成。该模

型的输入是结构光图像，在编码器网络中，通过下

采样方式将输入图像的分辨率降低，提取低分

辨率特征，经过 4次下采样后，进入解码器网络，

再进行相同次数的上采样操作，将编码器学习

的低分辨率特征映射到高分辨率像素空间中。

该模型还使用了跳连接，在解码器网络中将浅层

特征和深层特征相融合，从而提高边缘信息的精

细度。
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图 2    网络结构图

Fig. 2    Network structure diagram
 

太窄的网络每一层能捕获的模式有限，此时

即使网络再深也不可能提取到足够信息往下层传

递。加宽网络可以让每一层学习到更丰富的特征，

比如不同方向，不同频率的特征。但宽度增加会

导致计算量成平方数增长。考虑到效率问题，要

适当调整网络宽度。经实验发现，把网络加宽到

1 024时效果最优。 

3.2    CNN-Transformer相结合模块

CNN是一种前馈神经网络，它的特点是卷积

层和池化层交替使用，其可以直接处理高维数据，

自动提取图像的特征信息，提高模型的计算效率，

但不利于上下文信息的特征捕获；Transformer是
一种基于自注意力机制的神经网络模型，可以学

习全局信息，提高模型的表达能力。在结构光图

像处理过程中，由于图像数据的维度较高，使用

传统的 Transformer模型会导致计算量过大，将

CNN和 Transformer结合可以提高模型的计算效

率，同时将 CNN-Transformer的优势相结合，使
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用 CNN提取图像的局部特征，Transformer学习

图像的全局信息，局部特征与全局特征相融合，提

升模型的表达能力。基于此，本文在 CMT[17] 的基

础上进行了改进，模块可分为 3个部分，模块的结

构图如图 3所示。

 
 

局部特征提取
单元

DW Conv

Layer norm

Light self-

limited-attention

Layer norm

FFN

轻量级自限制
注意力

前馈神经网络

 

图 3    CNN-Transformer 模块结构图

Fig. 3    Structure of the CNN-Transformer module
  
3.2.1    局部特征提取单元

由于 Transformer的特性可能会忽略图像的

部分局部信息，为了更有效地提取图像的局部特

征，使用深度卷积提高网络的非线性能力和网络

的表达能力，如公式 (4)所示：

LFE (x) = DWConv (x)+ x ; （4）

LFE x 2 RH�W�d

H � W d

DWConv

其中， 代表局部特征提取单元 ,  ，

是当前阶段输入的分辨率， 表示特征的维

度， 表示深度卷积。深度卷积完全是在

二维平面内进行。这种运算对输入层的每个通道

独立进行卷积运算，可以减少卷积的计算量，高效

获取图像的局部信息，但存在不能有效利用不同

通道在相同空间位置上的特征信息的问题，由于

输入的结构光图像是单通道，故可以避免深度卷

积存在的这个问题。 

3.2.2    轻量级自限制注意力

Transformer可以有效地学习图像的全局特

征，然而在结构光图像处理中，数据的维度通常很

高，使用全局自注意力的计算成本非常高。本文

通过 LSLA机制[18] 进行全局特征的提取，将全局

自注意力分解为局部和全局两个部分，并使用位

置信息模块以及限制注意力模块来增强位置信息

以及控制注意力权重大小。在减少计算量的同时

还可以利用图像的空间结构信息，从而对位置信

息进行更好的建模。

在传统的自注意力机制中，键值对通常表示

不同的语义信息。例如，在自然语言处理中，键可

能表示输入句子中的不同单词，而值则表示与这

些单词相关联的特征向量。在图像领域，键和值

通常表示不同的位置特征和图像特征。然而，在

LSLA 机制中，由于涉及图像信息的处理，因此，

将键值对替换为输入 X，这样可以有效减少计算

成本和模型参数量。此外，在图像处理时，相邻像

素通常具有相似的特征，这也使得使用相同的输

入 X 作为键和值是可行的。这可以显著减少 LSLA
机制的计算成本，并使其适用于需要高效处理的

应用场景。

LSLA机制包含位置信息模块和限制注意力

模块。位置信息模块使用了一个自适应的位置编

码向量，增强了位置信息的表达，可以更好地处理

输入数据中位置信息的变化。限制注意力模块可

以控制注意力权重的大小，避免出现过于集中的

注意力分布，从而提高了模型的鲁棒性和泛化能力。

具体来说，在 LSLA机制中，对于每个输入位置，

首先使用一个局部自注意力模块计算局部上下文

信息。然后，使用一个全局自注意力模块计算全

局上下文信息，再进行融合，得到最终的特征表

示。另外，限制注意力模块在 softmax函数之后

使用外部位置偏差来限制一些较大的注意力权重

值。内外部位置偏差和动态尺度相互配合，LSLA
机制的公式定义为：

Attention (Q; X; X) =
(
so f tmax

(
QXT � DS + Bi

)
+B0) X ;

（5）

X Q DS

Bi B0

其中， 为原始输入数据， 是查询矩阵， 表示

查询块附近的块具有较大的动态尺度和内部位置

偏差值， 和 分别是内部位置偏差和外部位置

偏差。 

第 1 期 朱新军, 等: 基于轻型自限制注意力的结构光相位及深度估计混合网络 121



3.2.3    前馈神经网络

模块的最后一部分使用比较简单的前馈神经

网络 (Feedforward Neural Network, FFN)。FFN的

信号从输入层到输出层单向传递，网络的目标是

通过调整权值使预测输出与实际输出之间的误差

最小。使用的 FNN包含两个线性层和一个 GELU
激活函数。第一个线性层将输入的尺寸扩大 4
倍，第二个线性层以相同的比例进行尺寸缩小。

这种缩放操作有助于保留有用的信息并去除不必

要的信息，中间使用 GELU激活分离，因为 GELU
在负数输入下更具有平滑性。 

4    实验与结果

为了证明所提出的网络对于结构光图像处理

的有效性，本文进行了两种实验：结构光相位估计

（利用条纹图像预测包裹相位）和深度估计（利用

条纹图预测深度图），并且在真实数据集和仿真数

据集上分别做了实验。所提出模型的深度学习框

架为 Pytorch，实验 GPU为 24 GB内存的 NVIDIA
GeForce RTX3090。 

4.1    结构光相位估计实验 

4.1.1    数据准备

在结构光图像到包裹相位的预测实验中，本

文使用的真实数据集和仿真数据集都由 1 000个

样本组成。本论文使用的是由 Blender生成的仿

真数据集和 Feng等人制作的真实数据集[8]，部分

数据示例图如图 4所示。每个样本的大小均为

640 × 480，按照 8∶1∶1的比例划分训练集、验证

集和测试集。实验以输入结构光图像，计算高精

度的包裹相位为最终目标。

A(x;y)在大多数相位解调技术中，背景强度

被视为干扰项，要从总强度中去除。根据公式

(2)可以将包裹相位公式简化为：

φ (x;y) = arctan
M (x;y)
D (x;y)

= arctan
cB (x;y) sinφ (x;y)
cB (x;y)cosφ (x;y)

;

（6）

M (x;y)

D (x;y) cB (x;y) sinφ (x;y)

cB (x;y)cosφ (x;y)

其中，c 是取决于相位解调算法的常数（傅立叶

方法中 c= 1/2，N 步相移法中 c=N/2）， 和

分别表示分子项 和分母

项 的简写。

从结构光图像预测包裹相位有直接预测包裹

相位及先预测出分子项 D和分母项 M，再通过公

式 (6)对包裹相位进行计算两种方式。由于相位

信息通过反正切运算被约束在−π到 π之间，因

此，包裹相位会存在 2π的跳变。直接使用深度学

习方法难以精确预测跳变位置，而通过预测中间

变量 D和 M的方法不存在跳变，因此，利用 D和

M可以获得更高质量的包裹相位。实验中，使用

UNet网络对这两种方式进行训练，比起直接预测

包裹相位，通过训练得到 D和 M再计算包裹相

位的预测精度提升了约 60%。对于单输入双输出

任务，需要预测的 D和 M有强关联性，在原本网

络的基础上添加一个分支对结果准确率略有提

升，而且双输出模型只需要训练一次，减少了训练

时间,结果见表 1。因此，本文把实验的重点放在

同时预测 D和M上。

  

(a) (b) (c) (d)

(e) (f) (g) (h)
 

图 4    部分数据示例图。第一行为仿真数据，第二行为真

实数据。(a)仿真条纹图；(b)仿真条纹图 D；(c)仿真

条纹图 M；(d)仿真条纹图包裹相位；(e)真实条纹

图；(f)真实条纹图 D；(g)真实条纹图 M；(h)真实条

纹图包裹相位

Fig. 4    Sample  maps  in  some  datasets.  The  first  lines  are
simulation  data,  the  second  lines  are  real  data.
(a)  Simulation  fringe  map;  (b)  simulation  fringe
map D; (c) simulation fringe map M; (d) simulation
fringe  wrapped  phase;  (e)  real  fringe  map;  (f)  real
fringe map D; (g) real fringe map M; (h) real fringe
wrapped phase

  
表 1    不同包裹相位计算方法比较

Tab. 1    Comparison of the different wrapped phase cal-
culation methods

 

MSE 时间t/s

直接预测包裹相位 0.283 3 5.89

分别预测DM 0.173 9 11.7

同时预测 DM 0.168 06 7.54
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4.1.2    实验结果分析

在计算预测结果的损失时，背景误差也会算

入其中并且对结果有较大影响，而研究的重点应

该在有条纹部分的物体上。所以，本文提前批量

制作了测试集的背景模板，以便获得更准确的实

验结果。使用由同一频率的四步相移获得的条纹

图制作背景模板。

I0 (x;y) I1 (x;y) I2 (x;y) I3 (x;y)

A (x;y)

相移法的实现一般需要使用投影仪向被测对

象投射多张固定位置的光栅条纹图像，同时使用

相机采集。利用 N步相移法经被测对象调制后

的变形条纹公式如式 (7)所示，数据均由四步相

移所得， 、 、 、 分别为

相移 0、π/2、π、3π/2后的光栅图像，可得到背景

模板 ，公式如下：

A(x;y) =
[
I0(x;y)+ I1(x;y) + I2(x;y) + I3(x;y)

]
=4 :
（7）

得到背景部分后，将背景部分设置为一个恒

定值（实验中背景部分为 1），将模板和预测的包

裹相位进行比较，然后去掉包裹相位图的背景部

分，可使得到的包裹相位部分的损失更准确。

本文使用Unet[19]、DPH[20]、R2Unet[21]、SUNet[22]

等网络在相同数据集上进行训练。得到 D和

M后，根据公式 (7)得到包裹相位后计算损失值，

结果见表 2。从表 2可以看出，本文模型提高了

包裹相位预测的精度，预测时间较 UNet和 SUN-
et长，较其他网络短。图 5（彩图见期刊电子版）

显示了所提出网络与其他网络的比较结果及局部

放大图。从局部放大图可以看出，在相位边缘及

物体不连续处，本文方法比其他方法预测结果更

接近标签数据。为了更直观地比较 5种网络的预

测结果，绘制了预测得到的包裹相位图的第 200
行曲线图，如图 6（彩图见期刊电子版）所示。可

以看出所提出模型得到的结果细节信息比其他网

络更加接近标签。

  
表 2    包裹相位预测方法比较

Tab. 2    Comparison  of  the  wrapped  phase  prediction
methods

 

仿真数据 真实数据

MSE 时间t/s MSE 时间t/s

UNet 0.026 58 6.67 0.168 06 7.54

DPH 0.027 10 11.65 0.129 74 11.78

R2UNet 0.027 34 13.69 0.129 05 14.30

SUNet 0.027 17 7.95 0.143 50 8.29

Ours 0.023 95 11.06 0.116 22 11.67
 

 

(a) (b) (c) (d) (e) (f)
 

图 5    不同网络仿真和真实数据包裹相位对比。蓝色框为仿真数据，橙色框为真实数据。(a)UNet；(b)DPH；(c)R2UNet；
(d)SUNet；(e)Ours；(f)标签

Fig. 5    Comparison of different network simulation and real data wrapped phases. The blue boxes are the simulation data, and
the orange boxes are the real data. (a) UNet; (b) DPH; (c) R2UNet; (d) SUNet; (e) Ours; (f) Label
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4.2    结构光深度估计实验 

4.2.1    数据准备

由于公开的结构光深度数据集比较少，本文

使用 Blender制作部分仿真数据集[23]，生成数据集

的流程如图 7（彩图见期刊电子版）。Blender可
以通过调整对象模型、相机和投影仪来模拟真实

世界的场景，使用相机捕捉和渲染物体图像并输

出深度图。
 
 

(a) (b) (c)
 

图 7    生成数据集流程图。(a) 模型导入；(b) 调整大小；

(c) 投影条纹

Fig. 7    Flowchart  of  dataset  generation.  (a)  Model  import;
(b) adjust of the model size; (c) projection fringe

 

生成数据集的具体步骤如下：将 stl格式的模

型导入到 Blender中。选中导入的模型，使用变

换工具调整它的大小和位置，以适应深度数据集

的尺寸和视角。在 Blender中添加一个平面，将

条纹图像贴在平面上，然后将相机对准模型和平

面。确定相机的位置、方向、焦距等参数，以保证

生成深度数据集的质量。在 Blender中安装

“Structured Light Scanning”插件，设置条纹图像

的参数和输出路径，然后点击“扫描”按钮开始生

成深度数据集。在插件设置界面可以调整结构光

的编码方式、条纹图像的数量和周期、相机参数

等。点击“生成数据集”按钮，Blender会根据这些

参数生成深度图像数据集。

本文使用的真实结构光数据集是 Nguyen等

人使用由相机和投影仪组成的 FPP系统重建的

深度图[9]。将具有不同空间频率的一组条纹图案

投影到目标物体表面上，捕获变形的结构光图案，

计算相移条纹和深度图的相位分布。仿真数据集

和真实数据集包含 540张灰度图像，图像大小是

640 × 480，按照 8∶1∶1的比例划分训练集、验证

集和测试集，部分数据示例图像如图 8所示。

 
 

(a) (b)

(c) (d)
 

图 8    部分数据示例图。(a)仿真条纹图；(b)真实条纹图；

(c)仿真深度图；(d)真实深度图

Fig. 8    Sample  maps  in  the  dataset.  (a)  Simulated  fringe
map; (b) real fringe map; (c) simulation depth map;
(d) real depth map

  

4.2.2    消融实验

为了证明所提出的网络结构确实有效，本文

在真实数据集上进行了消融研究，逐步修改模块

结构并评估结果。首先，在 CMT模块进行实验

并把它作为基线模型，将 CMT模块中的注意力

机制改为 LSLA机制；然后，将 CMT模块中最后

的部分换为较为简单的 FFN；将 CMT模块放到

U型结构中，分为 4个阶段的上采样和下采样，每

个阶段的 CMT模块重叠两次。

实验结果如表 3所示，通过替换注意力机制

和改善网络的总体结构，网络性能得以逐渐提
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图 6    包裹相位结果曲线图。(a) 仿真数据结果比较；(b) 真实数据结果比较

Fig. 6    Wrapped phase curves.(a) Comparison of simulation data; (b) comparison of real data
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高。具体地，将注意力机制替换为 LSLA后，MSE
下降了 18.9%，模型预测时间也略有减少；将

CMT原本的反向残差前馈网络替换为更为简单

的 FFN后，MSE几乎没有下降，但是预测时间减

少了 19.5%；最后把 CMT模块应用在 U型结构

中，分为编码器和解码器逐步提取图像特征，结果

表明放入 U型结构后精度提升了 21%。
  

表 3    消融实验结果比较

Tab. 3    Comparison of ablation experiment results
 

MSE 时间t/s

CMT 11.32 6.89

CMT替换LSLA 9.17 6.45

CMT替换FFN 11.34 5.54

CMT+U形结构 8.94 9.68
  

4.2.3    实验结果分析

对于结构光图像的深度估计性能评价，本文

选用了几个有代表性的卷积网络和混合网络与本

文提出的网络进行比较，在仿真数据集和真实数

据集上进行实验，比较结果如表 4所示。从表 4
可以看出，所提模型的精度较其他几种网络高，模

型预测的时间较 DPH和 R2Unet少，总体预测效

率较高。图 9（彩图见期刊电子版）显示了本文方

法与其他网络在仿真数据集与真实数据上的视觉

比较效果。前两行是仿真数据及结果，后两行是

真实数据及结果。由图 9可以看出：相较其他网

络，本文所提出的网络在边缘处理和细节处理方

面更优，预测结果更接近真实标签数据。

 
 

表 4    不同方法深度估计结果比较

Tab. 4    Comparison  of  the  depth  estimation  results  by
different methods

 

仿真数据 真实数据

MSE 时间t/s MSE 时间t/s

Unet 8.78 5.98 9.97 6.44

DPH 8.03 8.66 9.86 10.59

R2UNet 7.57 8.73 8.72 10.92

Ours 6.43 8.09 7.64 8.44

 
 

(a) (b) (c) (d) (e) (f)
 

图 9    不同方法深度估计视觉结果比较。蓝色框为仿真数据，橙色框为真实数据。(a) 输入数据；  (b) UNet；(c) DPH；

(d) R2UNet；(e) Ours；(f)标签

Fig. 9    Comparison of the visual results of depth estimation by different methods. The blue boxes are the simulation data, and
the orange boxes are the real data. (a) Input data; (b) UNet; (c) DPH; (d) R2UNet; (e) Ours; (f) Label

 
 

5    结　论

本文提出一种基于 LSLA的结构光估计混合

网络，用于处理结构光图像的相关任务，如由结构

光图像预测包裹相位、对结构光图像进行深度估

计。所提出的网络使用 U型结构架构，分 4个阶

段对结构光图像进行上采样和下采样，每个阶段

都使用了两个重复的 CNN-Transformer模块。实

验证明将 LSLA机制应用在结构光预测时可以减

少预测时间，提高预测精度。为了评估所提出网

络的性能，挑选了几个有代表性的网络分别在真

实数据集和仿真数据集上做对比实验。结果表
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明：本文提出的网络可以提高结构光图像深度估

计和相位估计的性能。在结构光深度估计实验

中，精度最高提升 26%，在结构光相位预测实验

中，精度最高提升 31%。
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