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文章编号    2095-1531（2020）06-1293-09

Gabor滤波融合卷积神经网络的路面裂缝检测方法

陈晓冬1，艾大航1 *，张佳琛1，蔡怀宇1，崔克让2

（1. 天津大学 精密仪器与光电子工程学院 光电信息技术教育部重点实验室，天津 300072；
2. 天津市公路工程设计研究院，天津 300201）

摘要：针对神经网络难以从数据量较少、较单一的路面裂缝图像中提取有效特征的局限性，设计了一种融合 Gabor滤波

器的卷积神经网络模型（Gabor Filter Convolutional Neural Network，GF-CNN）以进行路面裂缝检测。GF-CNN模型首先

将路面图像输入小型参数预测网络中，依据输入图像自适应地选取 Gabor滤波器组的参数，并根据所预测参数构建滤波

器组对初始路面图像进行滤波，得到 Gabor纹理特征图。将纹理特征图输入至基于残差网络构建的特征分类网络中提

取深层特征，判断其是否包含裂缝。在 GAPs路面图像数据集上的测试结果表明，GF-CNN模型的 F1分数达到 0.713 7，

优于其他路面图像检测方法。该模型通过融合纹理特征改善 CNN特征提取能力，同时降低 Gabor滤波器参数敏感性以

提高模型泛化能力，对于路面裂缝图像具有良好的适用性。
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中图分类号：TP391.4            文献标志码：A            doi：10.37188/CO.2020-0041

Gabor filter fusion network for pavement crack detection
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Abstract: In pavement detection, the small sample of road crack image data makes it difficult for neural net-

works to extract useful features from images. To solve this problem, this paper proposes a Gabor Filter Con-

volutional  Neural  Network (GF-CNN) model.  The GF-CNN model  first  inputs  a  road surface image into a

small parameter prediction network, adaptively selects the parameters of the Gabor filter bank according to

the input, and constructs a filter bank according to the predicted parameters, and then filters the initial road

surface image to obtain the Gabor texture feature map. The texture feature map is inputted into a feature clas-

sification  network  constructed  by  the  residual  network  to  extract  deep  features,  at  the  same  time,  to  judge

whether a crack exists. Test results on the GAPs pavement image dataset show that the F1 score of the GF-
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CNN model reaches 0.713 7, which is superior to other pavement image detection methods. This model im-

proves the feature extraction ability of CNNs by fusing texture features, and reduces the sensitivity of Gabor

filter parameters to improve its ability to make generalizations. It  has good applicability to pavement crack

image detection.
Key words: convolutional neural network；Gabor filter；crack detection；texture feature

1    引　言

路面裂缝作为道路路面病害的主要形式之

一，不仅直接对道路安全构成威胁，同时可能成为

其他道路病害的诱因。对路面裂缝进行及时检测

与修复是道路养护的重要内容[1]。传统的人工检

测方法受主观因素影响较大，且劳动成本高，效率

低，难以满足信息时效性的需求[2]。基于图像的

路面裂缝自动检测技术凭借其检测速度快、成本

低廉的特点成为主流的检测方法[3-4]。典型的裂

缝检测方法包含阈值分割法、形态学方法和统计

滤波方法等[5]。阈值分割法依据裂缝像素相对较

暗的特征进行裂缝区域的提取，提取效果受阈值

选取影响较大[6-7]。Oliveira等采用形态学滤波对

裂缝图像进行预处理，依据图像的熵进行动态阈

值分割，从而实现裂缝识别，由于该方法难以精确

选取阈值，使得该方法对复杂环境下路面处理效果较

差[8]。路面图像阴影、光照不一致等多种因素使

得传统方法难以获得较高的检测精度。

深度学习技术因其高效的学习能力在工程应

用中受到了广泛关注[9-11]。全面、丰富的数据集是

神经网络检测精度的重要保证，在训练样本数据

充足的情况下，采用深度学习技术可有效提升复

杂环境下的识别效果。Zhang等首次将卷积神经

网络（Convolutional Neural Network，CNN）应用于

路面裂缝自动检测，设计网络对路面图像进行分

类，取得了高于 SVM与 Boosting算法的识别性

能，但由于样本数据不足使得模型在复杂度较低

时易发生过拟合，影响检测效果[12]。Park等利用

行车记录仪采集路面裂缝图像，在降低路面检测

成本的同时可获得更丰富的路面数据，采用全卷

积神经网络提取采集图像中的路面区域，将路面

区域裁切后输入至 CNN进行裂缝区域检测，但

由于行车记录仪视野有限导致该方法检测精度相

对较低 [13]。MAEDA采用智能手机获取路面图

像，并采用单阶段目标检测方法对多种路面病害

进行识别，实现了移动设备上单帧图像 1.5 s的检

测速度，但同样受设备视野限制，其精度有限，只

能实现病害初步定位 [14]。为获取更高的检测精

度，需采用专业路检设备进行数据采集，然而获得

丰富的数据成本高昂，而在数据量较少、数据较

单一时，神经网络无法学习到有效的特征表示，泛

化能力不足。与 CNN从数据中学习特征表示的

方法不同，经典的视觉特征提取方法不依赖于数

据且具有更明确的物理意义。Gabor滤波器是一

种有效的图像纹理信息提取方法[15]，在医学影像

分割中具有广泛应用[16]，路面图像与医学影像相

似，同样具有高噪声、颜色单一及纹理丰富的特

点，因此，Gabor滤波器也被逐步应用至路面检测

中。Medina等采用 Gabor滤波器对混凝土隧道表

面裂缝进行检测，采用遗传算法确定滤波器参数，

但为获得具有方向一致性的特征图像将多方向滤

波图像叠加，易导致不同方向信息混叠与丢失，降

低识别精度[17]。Salman等将 Gabor滤波器用于路

面裂缝检测，通过试验确定滤波器参数并结合不

同方向构建多个滤波器以提取道路裂缝特征，但

采用由经验值确定的固定参数导致该方法鲁棒性较

低[18]。Gabor滤波器使用过程中涉及大量参数的

选取，恰当的参数设置是有效提取纹理信息的关键。

基于上述研究，为解决路面图像数据量不足

的情况下，CNN难以学习有效特征表示的问题，

综合利用 Gabor滤波器纹理特征提取能力以及

CNN高效的学习能力，先通过 CNN自适应进行

Gabor滤波器参数预测，从而构建 Gabor滤波器

组以提取 Gabor纹理特征，再将 Gabor特征经特

征转换后与深度残差网络相连接，构造出一种融

合 Gabor滤波器的路面裂缝检测神经网络模型

（Gabor  Filter  Convolutional  Neural  Network,  GF-
CNN）。采用 GAPs数据集对 GF-CNN模型进行
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端对端训练，最后，通过实验分析自适应参数选取

对识别效果的影响，并验证GF-CNN模型的有效性。

2    Gabor 滤波融合 CNN 设计思路

2.1    卷积神经网络

深度学习（Deep Learning, DL）使用包含复杂

结构或由多重非线性变换构成的多个处理层对数

据进行高层抽象，具有优异的特征学习能力，在各

个领域中有着广泛应用。CNN是典型的 DL模

型，常被用于图像识别任务中。CNN常利用卷积

层和池化层的组合进行特征提取，通过构建深层

的卷积网络获得图像的抽象特征，Karen等提出

了一种 VGGNet模型，验证了网络结构深度的增

加可以提升模型性能[19]。而网络深度增加也使得

模型参数量显著上升，复杂度提高，消耗更多的计

算资源，同时也导致训练模型时更易出现过拟合

问题。在路面病害检测中，通常采用专业路检设

备进行图像数据采集，受成本因素限制，难以获取

丰富的路面图像数据，同时路面图像具有高噪声

的特点，均使具有深层结构的 CNN过度拟合了

噪声等不具有代表性的特征，不易学习训练样例

中的有效特征。

2.2    Gabor滤波器

与 CNN从数据中学习特征表示的方法不

同，经典的人工视觉特征提取方法不依赖于数据

且具有更明确的物理意义。由于路面图像具有颜

色单一，路面病害形状、大小不规则，噪声高等特

点，难以利用颜色、几何特征等进行检测，而纹理

特征是识别路面病害的主要判别依据，因此主要

提取图像纹理特征进行检测。

Gabor滤波器[20] 是一种有效的空间局部纹理

特征提取工具，其实质是一种窗函数为高斯函数

的短时傅立叶变换。在空域中，二维 Gabor滤波

器为一个由高斯包络调制的正弦平面波，可以对

二维信息进行局部、定向的频率分析，从而实现

纹理信息的提取。Gabor核函数的复数形式定义

如下式：

G (x,y) = gσ,γ (x,y)exp
[
i
(
2π

x′

λ
+ψ

)]
, （1）

gσ,γ (x,y) = exp
[
−1

2

(
x′2+γ2y′2

σ2

)]
, （2）

x′ = xcosθ+ ysinθ, （3）

y′ = −xsinθ+ ycosθ, （4）

式中，x,y 是空域中的像素坐标，λ为正弦函数的

波长，θ 为正弦函数方向与 x 轴夹角，即为 Gabor
核函数方向，ψ 为正弦函数相位偏移，σ 为高斯函

数标准差，γ 代表 Gabor核函数的椭圆度，γ 越接

近于 1，Gabor核函数越接近圆形。

5个参数中，调整 λ 可改变 Gabor滤波器平

面波的波长，从而可实现多尺度检测。调整 θ 可

改变滤波器正弦波方向，从而实现多方向检测。

为得到对图像更为全面的纹理表示，通常将多个

不同参数的 Gabor滤波器组合成一个滤波器组，

分别提取不同尺度、不同方向的纹理特征 [21]，

Gabor滤波器组各个参数的设置会对其特征提取

能力产生重要影响，比如：两条直线间的夹角、圆

的直径、面积，矩形的面积等。

2.3    融合 Gabor滤波器与 CNN
CNN的优势在于其可以通过训练的方式学

习卷积核中参数的具体值，其通过大量数据训练

可获得高效的特征提取能力。卷积核的数值特性

可侧面反映所提取特征信息的特点，因此，可通过

对比 CNN卷积核与 Gabor核函数来分析二者提

取能力的差异，以经典卷积神经网络 AlexNet[22]

在 ImageNet[23] 数据集上的训练结果为例，AlexNet
所学习的第一层卷积层参数可视化如图 1（a）所
示，图 1（b）为一组典型 Gabor滤波器。通过直观

对比可以发现，AlexNet通过训练所学习的参数

中，部分卷积核与 Gabor滤波器核函数相似 [24]。

为进一步分析二者卷积核的相似性，构建与

AlexNet首层卷积核尺寸相同的 Gabor滤波器

组，并将二者卷积核矩阵转化为一维向量进行相

似性分析，采用余弦相似度作为相似性度量方式，

余弦相似度计算方法如下：

C =
A ·G
|A| · |G| =

n∑
i=1

(ai×gi)√
n∑

i=1

a2
i ×

√
n∑

i=1

g2
i

, （5）
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式中，A为 AlexNet卷积核的参数向量，G为

Gabor滤波器卷积核参数向量，n 为参数数目，ai、

gi 分别为二者的第 i 个元素。将 192个 AlexNet
卷积核参数向量与 40个 Gabor滤波器卷积核参

数向量进行组合计算余弦相似度，最终得到的余

弦相似度均值为 0.853，说明二者具有较高的相似

性，表明神经网络具有学习相似特征的趋势。因

此，可采用 Gabor滤波器作为 CNN初始特征提取

层，针对性提取图像纹理信息。

 
  

(a) AlexNet 卷积层参数
(a) Alexnet filters

(b) Gabor 滤波器组
(b) Gabor filters 

图 1    AlexNet 学习的第一层卷积层参数及 Gabor 滤波器组

Fig. 1    Parameters of the first convolutional layer of AlexNet filters and Gabor filters
 

将 Gabor滤波器与 CNN相融合，同时可利

用 CNN的高效学习能力，依据图像数据自适应

选取 Gabor滤波器参数，从而提高鲁棒性。人为

选取参数时，通常选取多个 λ 与 θ 参数构成滤波

器组进行特征提取，以尽可能全面地覆盖不同尺

度、方向的纹理信息。通过神经网络自适应选取

滤波器参数，可结合数据集图像的纹理特性选取

参数，但针对性选取参数会使得滤波器组的检测

尺度及方向的覆盖范围减少，导致对特殊样本的

检测能力降低，因此，需对自适应参数的选取进行

合理选择。

Gabor滤波器所包含的 λ，θ，ψ，σ，γ 5个参数

中，λ、σ 分别用于调整核函数的波长与方差，属于

尺度类参数，θ、ψ、γ 分别用于调整核函数的方

向、相位与椭圆度，属于方向类参数。分析路面

图像数据，由沥青路面颗粒引起的背景噪声与裂

缝等路面病害尺度相近，网络自适应选取尺度类

参数难以进行有效区分，反而会引起 Gabor滤波

器提取路面裂缝纹理特征能力降低，进而导致模

型识别精度降低。而相比于背景噪声，路面裂缝

具有明显的方向性，自适应选取方向类参数可以

获得更高的识别精度。经实验分析，参数 λ、σ 依

据经验选取，参数 θ、ψ、γ 通过 CNN进行选取，多

参数协同自适应以提取更为鲁棒的 Gabor纹理

特征。

3    GF-CNN 网络结构

本文设计了一种 Gabor滤波融合卷积神经网

络模型，即 GF-CNN，进行路面裂缝检测。算法流

程如图 2所示。该网络主要包含 Gabor特征提取

子网络与特征分类子网络两部分。首先，将路面
 

残差网络

特征转换 全连接层

识别
结果

特征分类子网络

参数预测
网络

Gabor

滤波

纹理特征

Gabor 特征提取子网络

 
图 2    GF-CNN 网络结构图

Fig. 2    GF-CNN network structure
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图像输入 Gabor特征提取子网络中，通过参数预

测网络进行自适应参数选取，根据所预测参数构

建 Gabor滤波器组，并对初始路面图像进行滤波，

再得到多通道 Gabor纹理特征，再将纹理特征输

入至特征分类子网络中，经过特征转换后进入残

差网络，针对是否包含裂缝进行分类并输出识别结果。

3.1    Gabor特征提取子网络

Gabor特征提取子网络将 Gabor滤波器与神

经网络相融合以提取自适应纹理特征，其关键在

于 Gabor滤波器参数的预测和基于参数进行滤波

器构建。首先，将原始图像输入 Gabor参数预测

网络以获取自适应的滤波器参数，Gabor参数预

测网络由 3个卷积层、3个池化层、4个激活层以

及 1个全连接层组成，各层特征图尺寸等参数由

输入图像大小及所预测 Gabor滤波器数量及参数

量决定。以输入图像大小为 64 pixel×64pixel，输
出 32个 Gabor滤波器的 3个参数为例，网络结构

详细参数见表 1。

  
表 1   Gabor参数预测网络结构

Tab. 1   Prediction network structure of Gabor parameter

名称 类型 步长/像素输出特征图尺寸/pixel特征图通道数

输入层 — — 64×64 1

卷积层 Conv 7×7 1 64×64 8

激活层 ReLU — 64×64 8

最大池化层 2×2 2 32×32 8

卷积层 Conv 3×3 1 32×32 16

激活层 ReLU — 32×32 16

最大池化层 2×2 2 16×16 16

卷积层 Conv 3×3 1 16×16 32

激活层 ReLU — 16×16 32

最大池化层 2×2 2 8×8 32

全连接层 — — — 96

激活层 Sigmoid — — 96

 

研究表明，采用较大的卷积核有利于网络提

取路面裂缝的结构信息[25]，因此，第一层卷积层采

用 7×7卷积核。在 Gabor参数预测网络中，每个

卷积层后均加入 Batch  Normalization（BN）层 [26]

以提高网络泛化能力，加快训练速度，并采用

ReLU作为激活函数。最后全连接层输出特征维

度为 96，并采用 Sigmoid作为激活函数，减弱输

出值波动的影响，同时限制输出值在（0，1）内，将

96个特征值划分为 3组，每组 32个，分别对应于

32个 Gabor滤波器的 3个参数，并将各个特征值

映射至相应的合理范围内，得到参数值。

根据参数预测网络所获取的多组自适应参数

进行 Gabor滤波器的构建。由 96个参数共构建

32个不同的 Gabor滤波器，滤波器大小设置为

15 pixel×15 pixel，对 64×64路面图像进行滤波以

提取纹理特征，得到与原图像大小相同的 32通道

的纹理特征图。

3.2    特征分类子网络

特征分类子网络将 Gabor纹理特征图作为输

入，根据路面图像是否包含裂缝进行分类。基于

Gabor纹理特征进行分类存在两点问题：首先，由

于 Gabor纹理特征通道数与所构建滤波器数目有

关，通道数目过多将导致后续网络计算量增加，其

次，由于路面裂缝方向具有随机性，有限数目的

Gabor滤波器难以覆盖各个方向，导致相关裂缝

信息丢失。本文算法通过 1×1卷积层进行特征转

换以解决上述问题。Gabor纹理特征通过 1×1卷

积层将输出特征统一至 16通道，可避免通道数目

过多引起的计算量增加。同时由于 Gabor滤波器

组具有方向可调特性，即任意方向的 Gabor滤波

器可由一组基滤波器的线性组合表示，通过

1×1卷积层将已提取的多方向 Gabor特征进行线

性组合，可得到任意方向的 Gabor纹理特征，弥补

了由于滤波器覆盖方向不足引起的裂缝信息丢

失。Gabor纹理特征经过特征转换后输入至后续

网络进行分类。

后续特征分类子网络是基于残差网络 Res-
Net[27] 进行构建的。ResNet主要思想是通过跳跃

连接将前一层输出与当前层输出相叠加，使网络

学习二者间的残差映射，残差映射相比原始映射

更易优化，可以有效减轻梯度消失或爆炸的问题，

同时跳跃连接也将浅层特征信息传递至更深层网

络中，可解决深层网络退化的问题，使得模型准确

率有效提升。
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特征分类子网络由 2个卷积层，1个池化层，

6个残差模块以及 2个全连接层组成，网络结构

如图 3所示。其中，第 3、5个残差模块中首个卷

积层采用步长为 2的卷积实现下采样。同样，每

个卷积层后连接 BN层以加快网络训练速度。全

连接层输出为 2，用以对图像进行二分类。最后

通过 SoftMax层输出图像块包含裂缝的预测

概率。
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图 3    特征分类子网络结构

Fig. 3    Sub-network structure of feature classification

 

4    实验与分析

为评价本文方法的路面裂缝检测性能，本节

在 GAPs数据集 [28] 上进行实验测试，并将 GF-
CNN模型与多种裂缝检测方法进行对比分析。

本文实验程序使用 Python语言，基于 Pytorch深

度学习框架开发，程序运行环境为 Intel I9-7980xe
处理器，NVIDIA GeForce RTX 2080Ti显卡，RAM
32 GB。
4.1    实验数据集与实验设置

实验采用德国伊尔梅瑙科技大学提供的

GAPs数据集，该数据集的路面图像通过道路检

测系统所搭载的配有同步高性能照明单元的两台

单色相机捕获，图像分别来自 3条不同的德国联

邦道路，采集图像分辨率为 1 920 pixel×1 080 pixel，
共采集 1 969幅灰度图像，划分为 1 418幅训练集

图像、51幅验证集图像和 500幅测试集图像。将

所采集图像划分为 64×64图像块后，通过人工对

路面病害进行标注，病害类型包含裂缝、坑槽、路

面修补等，其中裂缝为主要的病害类型。依据是

否包含路面病害将图像块分为两类，作为数据

标签。

训练过程采用批次训练，每个样本批次包含

256个路面图像块，损失函数为交叉熵，采用 Adam

优化器进行训练，参数设置如下：β1 为 0.9，β2 为

0.999，ε 为 10−8，初始学习率为 0.001，每迭代 2个

周期，学习率衰减至 50%，模型中卷积层使用

MSRA初始化方法，同时使用 L2正则化防止模

型过拟合，衰减系数为 0.002。
4.2    模型性能分析

为评估 GF-CNN模型的有效性，对路面图像

测试结果进行分析。将 GAPs测试集中的完整路

面图像样例进行分块检测，测试结果如图 4所示，

图中方框表示该图像块包含裂缝的预测概率高

于 50%。可以看出，GF-CNN模型对裂缝区域具

有良好的检测效果，但也存在少数无缺陷路面图

像块误检的情况。

图 5显示了测试图像块样例及其包含裂缝的

预测概率。其中，第一、二行为包含裂缝图像块，

第三、四行为不含裂缝图像块，分析检测结果可

知，GF-CNN模型对于照明良好，视野居中的裂缝

具有优异的识别性能，预测概率在 90%左右，当

裂缝位置偏移，仅出现在图像块边缘时，预测概率

降低，虽仍能有效识别，但处理照明条件极差、模

糊的图像块时则将出现漏检的可能性。对于无缺

陷图像块，误检主要由路面斑块、车道线接缝等

原因导致。上述结果表明 GF-CNN模型具有良

好的路面裂缝检测性能。 
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图 4    完整路面图像检测结果

Fig. 4    Detection results of the complete road image
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图 5    路面图像块检测结果

Fig. 5    Detection results of the road image blocks
 

4.3    模型对比分析

将 GF-CNN模型与多种裂缝检测方法进行

比较，其中包含基于传统图像处理方法的 Crack-
IT[29]、基于经典 CNN的路面裂缝检测模型 ASIN-
VOS[28] 以及残差网络模型 ResNet[27] 进行比较。

精度、召回率及 F1分数的实验结果见表 2。由于

路面图像样本中，包含路面裂缝的图像块数量远

远少于无病害路面图像块数量，正负样本分布不

均衡，导致不同模型准确率指标差异较小，F1分

数更能有效体现模型的性能差异。分析实验结果

可知，ASINVOS、ResNet及 GF-CNN等基于神经

网络的检测模型的多项指标均显著优于 CrackIT，
且 CrackIT对参数选择十分敏感，导致该方法泛

化能力较差。基于神经网络的检测模型中，AS-
INVOS参数量较小，较浅层的网络对裂缝特征的

表达能力较低，因此模型性能相对较低，与本文所

提出模型的参数量相接近的 ResNet模型通过残

差结构提取更深层特征，模型性能高于 ASIN-
VOS，本文所提出的 GF-CNN通过增强模型对纹

理信息的敏感度，取得了更好的识别效果，对路面

检测问题具有良好的适用性。

  
表 2   裂缝检测模型对比实验结果

Tab. 2   Comparison of experimental results of crack de-
tection models

精度 召回率 F1

CrackIT 0.469 4 0.539 4 0.488 2

ASINVOS 0.611 3 0.499 4 0.549 7

ResNet 0.683 7 0.575 0 0.624 6

GF-CNN 0.800 3 0.644 1 0.713 7
 

5    结　论

针对路面裂缝数据较少、较单一时神经网络

特征提取能力有限的问题，本文提出了一种

Gabor滤波器融合卷积神经网络的路面裂缝检测
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模型 GF-CNN。该算法通过神经网络自适应学

习 Gabor滤波器参数，改善由固定参数引起的泛

化能力不足的问题，同时利用 Gabor滤波器的特

征提取能力增强模型对纹理信息的敏感度，从而

实现对路面裂缝的识别。在 GAPs数据集上的评

估结果表明，GF-CNN模型 F1分数达到 0.71，具
有更高的识别性能，对于以纹理特征为主的路面

图像具有更好的适用性。目前算法仅能实现对路

面病害图像块的判别与定位，后续可通过结合全

卷积神经网络进行裂缝像素级分割方法的研究。
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